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[bookmark: _Toc140568217]ABSTRAK
Pendidikan memiliki peran yang sangat penting dalam menciptakan generasi muda yang berkualitas dan memiliki kemampuan untuk memajukan bangsa. Dalam upaya meningkatkan kualitas pendidikan, pada tanggal 27 Februari 2023 pemerintah Nusa Tenggara Timur menerapkan kebijakan masuk sekolah jam lima pagi. Namun, kebijakan tersebut menuai pro dan kontra pada masyarakat. Masyarakat kini semakin aktif dalam mengungkapkan pendapat mereka melalui media sosial. Kritik terhadap kebijakan tersebut tercermin dalam komentar-komentar yang muncul di media sosial, khususnya di Twitter. 
[bookmark: _Hlk142870278][bookmark: _Hlk142869077]Sehingga, perlu dilakukan analisis sentimen untuk melihat berapakah respon positif dan negatif terhadap kebijakan tersebut. Peneliti melakukan analisis sentimen menggunakan algoritma Naïve Bayes terhadap hasil pencarian tweets dengan kata kunci “sekolah jam 5 di NTT” pada rentang waktu 27 Februari 2023-23 Maret 2023. Didapatkan sebanyak 777 tweet dengan jumlah sentimen positif 24 tweet dan sentimen negatif 753 tweet. Selanjutnya, data diolah dan dianalisis menggunakan algoritma Naïve Bayes, yaitu algoritma yang umum digunakan pada data mining karena perhitungannya sederhana namun memiliki tingkat akurasi tinggi. Dalam penelitian ini, hasil akurasi sebesar 97% dengan nilai presisi untuk sentimen negatif 98% dan presisi sentimen positif 50%, nilai recall untuk sentimen negatif 99% dan recall sentimen positif 25%, nilai  f1-score untuk sentimen negatif 99% dan f1-score sentimen positif 33%.

Kata kunci: Analisis Sentimen, Kebijakan, Naïve Bayes, Twitter
















[bookmark: _Toc140568218]ABSTRACT
Education is very important to build a quality young generation that can advance the nation. To improve the quality of education, on February 27, 2023, the government of East Nusa Tenggara implemented a 5am school entry policy. However, this policy has caused pros and cons in the community. People are becoming more active expressing their opinions through social media, seen from the comments appearing on social media, especially Twitter, about the policy.
Therefore, it's important to conduct sentiment analysis to know how many positive and negative responses to this policy. Researchers conducted sentiment analysis using Naïve Bayes algorithm on search results of tweets with the keyword "sekolah jam 5 di NTT " on February 27, 2023 to March 23, 2023. Total 777 tweets were collected, 24 positive sentiment tweets and 753 negative sentiment tweets. The data was then processed and analyzed using the Naïve Bayes algorithm, famous for its simple yet highly accurate calculations in data mining. The accuracy rate is 97%, while precision value is 98% for negative sentiment and 50% for positive sentiment, recall value is 99% for negative sentiment and 25% for positive sentiment. The f1-score value is 99% for negative sentiment and 33% for positive sentiment.

Keywords: Sentiment Analysis, Policy, Naïve Bayes, Twitter


[bookmark: _heading=h.30j0zll][bookmark: _Toc140568219]BAB I 
PENDAHULUAN
1.1. [bookmark: _heading=h.1fob9te][bookmark: _Toc140568220][bookmark: _Hlk140572202]Latar Belakang 
Pendidikan memiliki peran yang sangat penting dalam menciptakan generasi muda yang berkualitas dan memiliki kemampuan untuk memajukan bangsa. Oleh karena itu, pemerintah Indonesia mengeluarkan berbagai kebijakan untuk memperbaiki mutu pendidikan di Indonesia.  Dalam upaya meningkatkan kualitas pendidikan, pada tanggal 27 Februari 2023 pemerintah Nusa Tenggara Timur (NTT) menerapkan kebijakan masuk sekolah jam lima pagi. Kebijakan ini dibuat dengan alasan agar siswa terbiasa menghabiskan waktu tidur dari pukul 22.00 WITA hingga bangun pada pukul 04.00 WITA, melatih kedisiplinan para siswa, dan bisa menciptakan generasi yang lebih unggul. 
Namun, kebijakan masuk sekolah jam lima pagi di NTT menuai pendapat berbeda-beda di antara masyarakat baik yang pro maupun kontra. Beberapa masyarakat setuju dengan kebijakan ini, menganggap bahwa siswa harus terbiasa bangun pagi dan mempersiapkan diri untuk belajar. Namun, ada juga masyarakat yang menolak kebijakan ini, merasa bahwa ini akan memberikan dampak negatif bagi kesehatan dan konsentrasi siswa seperti kurang tidur menyebabkan sulit konsentrasi, kesehatan mental bisa terganggu karena bisa meningkatkan risiko depresi, dapat meningkatkan resiko kecelakaan saat berkendara karena masih mengantuk, jalan menuju sekolah yang terkadang masih berupa jalan berbatu dan berlumpur yang membahayakan bagi siswa yang harus berjalan kaki, dan kondisi cuaca di NTT yang kurang bersahabat, terutama saat musim hujan.
Masyarakat kini semakin aktif dalam mengungkapkan pendapat mereka melalui media sosial. Kritik terhadap kebijakan tersebut tercermin dalam komentar-komentar yang muncul di media sosial, khususnya di Twitter. Komentar-komentar tersebut mencakup pandangan positif dan negatif terhadap kebijakan tersebut. 
Twitter merupakan salah satu platform media sosial yang sering digunakan oleh masyarakat untuk berbagi informasi dan pendapat mengenai suatu isu. Twitter memungkinkan orang di seluruh dunia untuk menjaga komunikasi dengan keluarga, teman,, dan orang yang mereka cintai menggunakan komputer atau ponsel mereka (Fikri et al., 2020).  Twitter memberikan kesempatan kepada pengguna untuk mengirim dan membaca pesan dengan lebih dari 280 karakter, yang dikenal sebagai tweet (Aditya et al., 2019). 
Twitter juga sering digunakan untuk mengukur sentimen atau pandangan publik terhadap suatu topik tertentu, termasuk kebijakan masuk sekolah jam lima pagi di NTT. Melalui komentar di Twitter, dapat dilakukan analisis sentimen yang berguna dalam mengetahui pendapat dan reaksi masyarakat terhadap kebijakan tersebut. Oleh karena itu, diperlukan analisis sentimen terhadap komentar-komentar tersebut untuk memperoleh gambaran tentang respon masyarakat terhadap kebijakan masuk sekolah jam lima pagi di NTT.
Analisis sentimen merupakan bagian dari Natural Language Processing (NLP) dan merupakan proses mengidentifikasi isi dari suatu kumpulan data yang diekspresikan dalam bentuk teks opini atau pandangan (perasaan) tentang subjek atau peristiwa yang terkandung di dalamnya, baik positif maupun negatif. atau netral (Fikri et al., 2020). Analisis sentimen adalah proses untuk mengidentifikasi dan mengekstraksi informasi berupa sentimen atau perasaan dari teks atau komentar. Analisis sentimen terhadap kebijakan masuk sekolah jam lima pagi di NTT dapat memberikan manfaat bagi pemerintah untuk mengetahui pandangan publik terhadap kebijakan tersebut dan dapat memberikan masukan bagi pemerintah untuk memperbaiki kebijakan yang sudah ada atau membuat kebijakan yang baru.
[bookmark: _Hlk142615278]Terdapat beberapa cara yang dapat digunakan untuk melakukan analisis sentimen di media sosial, salah satunya adalah menggunakan metode Naive Bayes, yaitu algoritma yang umum digunakan untuk data mining karena mudah digunakan, cepat diproses dan mudah diimplementasikan dalam bentuk yang cukup sederhana, serta efektif (Kaparang et al., 2021). Metode Naïve Bayes telah banyak digunakan dalam berbagai penerapan analisis sentimen pada platform media sosial, termasuk pada Twitter. 
Dalam penelitian oleh Duei Putri et al., (2022), menggunakan metode pengklasifikasi Naïve Bayes untuk menganalisis opini publik terhadap kegiatan Dewan Perwakilan Rakyat (DPR) yang diekspresikan melalui media sosial Twitter. Dalam penelitian ini, terdapat 1546 komentar dari Twitter yang digunakan. Hasil penelitian menggunakan algoritma Naïve Bayes menunjukkan tingkat akurasi sebesar 0,8 atau 80%. Ini berarti sistem dapat memprediksi dengan akurat 80% dari total data uji sebesar 20%.
[bookmark: _heading=h.3znysh7]Peneliti lainnya Ernamia & Herliana, (2022), menganalisis kuliah daring menggunakan algoritma Naïve Bayes, K-Nearest Neighbor, dan Decision Tree. Penelitian ini bertujuan untuk membandingkan tingkat akurasi dari ketiga algoritma tersebut. Total data yang digunakan sebanyak 500 tweet. Hasil penelitian menunjukkan bahwa algoritma Naïve Bayes mencapai tingkat akurasi sebesar 81,57%, algoritma K-Nearest Neighbor mencapai akurasi sebesar 62,10%, sedangkan akurasi dari Decision Tree adalah 51,89%. Temuan ini membuktikan bahwa algoritma Naïve Bayes memiliki tingkat akurasi yang lebih tinggi dibandingkan dengan kedua algoritma lainnya, dengan akurasi sebesar 81,57%.
[bookmark: _Hlk142612608]Berdasarkan uraian di atas, penulis akan melakukan penelitian yang berjudul  “Analisis Sentimen Terhadap Kebijakan Masuk Sekolah Jam Lima Pagi Di NTT Menggunakan Algoritma Naïve Bayes”. Penelitian ini akan melakukan analisis terhadap hasil pencarian tweet dengan kata kunci "sekolah jam 5 di NTT". Data yang diperoleh melalui proses scraping data akan diklasifikasikan menjadi dua kategori sentimen, yaitu positif dan negatif. Penelitian ini menggunakan metode Naïve Bayes dengan harapan mampu memberikan analisis data yang sesuai dengan kategori sentimen, serta mencapai akurasi yang optimal. 
1.2. [bookmark: _heading=h.2et92p0][bookmark: _Toc140568221]Rumusan Masalah
Berdasarkan latar belakang yang ada, maka dapat dirumuskan permasalahan yaitu: 
· [bookmark: _Hlk142613510][bookmark: _Hlk142612935]Bagaimana tingkat akurasi yang didapatkan dari hasil klasifikasi sentimen terhadap kebijakan masuk sekolah jam lima pagi di NTT mengggunakan algoritma Naïve Bayes?
· Bagaimana hasil evaluasi model analisis sentimen menggunakan algoritma Naïve Bayes?
· Bagaimana hasil perbandingan sentimen positif dan negatif pada masyarakat terhadap kebijakan masuk sekolah jam lima pagi di NTT?
1.3. [bookmark: _heading=h.tyjcwt][bookmark: _Toc140568222]Tujuan
Berdasarkan uraian latar belakang dan rumusan masalah yang telah dijelaskan sebelumnya, tujuan dari penelitian ini adalah:
· [bookmark: _heading=h.3dy6vkm][bookmark: _heading=h.1t3h5sf][bookmark: _Toc140568223]Mengetahui tingkat akurasi yang didapatkan dari hasil klasifikasi sentimen terhadap kebijakan masuk sekolah jam lima pagi di NTT mengggunakan algoritma Naïve Bayes.
· Mengetahui hasil evaluasi model analisis sentimen menggunakan algoritma Naïve Bayes.
· Mengetahui hasil perbandingan sentimen positif dan negatif pada masyarakat terhadap kebijakan masuk sekolah jam lima pagi di NTT.
1.4. Manfaat Penelitian
· Bagi Universitas
1. Dapat menjadi karya ilmiah di bidang ilmu teknologi informasi yang berkaitan dengan analisis sentimen
2. Dapat dijadikan sebagai referensi bagi peneliti lain yang tertarik untuk meninjau masalah atau topik yang sama
· Bagi Penulis
1. Meningkatkan pemahaman tentang analisis sentimen.
2. Mengasah dan mengembangkan kemampuan dalam mengumpulkan data, menganalisis data, dan membuat kesimpulan berdasarkan hasil penelitian
3. Meningkatkan kemampuan analisis data, terutama menggunakan algoritma Naïve Bayes.
· Bagi Pemerintah
1. Hasil dari analisis sentimen dapat memberikan informasi yang berguna untuk memperbaiki atau mempertahankan kebijakan tersebut.
2. Hasil analisis sentimen juga dapat berperan sebagai sumber evaluasi untuk kebijakan serupa yang akan diimplementasikan di masa depan
1.5. [bookmark: _heading=h.4d34og8][bookmark: _Toc140568224]Batasan Penelitian 
Terdapat batasan penelitian dalam melakukan penelitian antara lain:
1. Media sosial yang digunakan adalah Twitter.
2. Total data tweets yang digunakan adalah 777 data yang telah difilter dan diambil dari 27 Februari 2023 sampai dengan 23 Maret 2023.
3. Keyword yang digunakan adalah: “sekolah jam 5 di NTT”.
4. Data yang digunakan dalam penelitian ini merupakan kumpulan tweet yang menggunakan bahasa Indonesia.
5. Tidak melakukan perbandingan keakuratan algoritma, algoritma yang digunakan hanya Naïve Bayes.
6. Analisis sentimen hanya menampilkan nilai positif dan negatif.
7. Analisis sentimen yang dilakukan menggunakan bahasa pemrograman Python dan tools Jupyter Notebook















[bookmark: _heading=h.2s8eyo1]
[bookmark: _Toc140568225]BAB II 
KAJIAN PUSTAKA
2.1 [bookmark: _heading=h.17dp8vu][bookmark: _Toc140568226]Landasan Teori
2.1.1 [bookmark: _heading=h.3rdcrjn][bookmark: _Toc140568227]Data Mining
[bookmark: _Hlk140572259]Menurut Han et al., (2012: 6) “istilah lain untuk data mining adalah Knowledge Discovery from Data (KDD).” Data mining adalah suatu proses dimana pola-pola dan pengetahuan yang menarik ditemukan dari sejumlah besar data, seperti database, data warehouse, web, repositori informasi lainnya, atau data yang secara dinamis disimpan dalam sistem.
[image: ]
[bookmark: _heading=h.26in1rg]Gambar 2. 1 Tahapan Knowledge Discovery Database (Han et al., 2012: 7)
[bookmark: _Hlk140572376]Berikut ini adalah proses Knowledge Discovery Database, sebagai berikut (Han et al., 2012: 6):
1. Data cleaning (membersihkan data): Proses untuk menghapus noise (gangguan) dan data yang tidak konsisten dari dataset. Contohnya data yang tidak relevan atau tidak akurat, seperti data yang hilang, duplikat, atau salah. 
2. Data integration (integrasi data): Proses menggabungkan data dari berbagai sumber yang berbeda menjadi satu dataset yang terintegrasi. Sumber data yang berbeda dapat memiliki format yang berbeda, struktur yang berbeda, atau terminologi yang berbeda. Data integration bertujuan untuk menyatukan data yang relevan menjadi satu dataset yang konsisten untuk analisis lebih lanjut.
3. Data selection (seleksi data): Proses memilih data yang relevan dan diperlukan untuk tugas analisis tertentu dari dataset yang sudah terintegrasi. Pemilihan data dilakukan berdasarkan kriteria yang telah ditentukan sebelumnya, seperti atribut yang relevan, rentang waktu tertentu, atau kategori tertentu.
4. Data transformation (transformasi data): Proses untuk mengubah dan menggabungkan data ke dalam bentuk yang sesuai untuk analisis lebih lanjut. Transformasi data dapat melibatkan operasi seperti penggabungan data, penggalian data, atau penghitungan ringkasan data, sehingga data siap untuk diproses oleh metode analisis yang akan digunakan.
5. Data mining (penambangan data): Proses untuk menerapkan metode atau algoritma analisis data yang cerdas untuk mengidentifikasi pola atau tren yang tersembunyi dalam data. Data mining melibatkan penggunaan teknik-teknik seperti clustering, klasifikasi, asosiasi, atau prediksi untuk menemukan pola-pola yang berharga dalam data.
6. Pattern evaluation (evaluasi pola): Proses untuk mengidentifikasi pola-pola yang sangat menarik atau berharga dari hasil data mining. Pola-pola ini dievaluasi berdasarkan kriteria yang bermakna atau kepentingan yang telah ditetapkan sebelumnya, seperti ukuran pola, frekuensi, atau nilai prediktif.
7. Knowledge presentation (presentasi pengetahuan): Proses untuk menyajikan pola-pola yang telah dievaluasi atau pengetahuan yang ditemukan kepada pengguna atau stakeholder. Penyajian pengetahuan dapat menggunakan teknik visualisasi, representasi grafis, atau laporan yang mudah dimengerti agar dapat dipahami dan digunakan oleh pengguna untuk pengambilan keputusan atau pengelolaan bisnis.
2.1.2 [bookmark: _heading=h.lnxbz9][bookmark: _Toc140568228]Text Mining
Menurut Han et al., (2012: 596) text mining adalah suatu bidang studi yang mencakup pencarian informasi, data mining, machine learning, statistik, dan linguistik komputasi untuk mendapatkan informasi berkualitas tinggi dari teks. Dalam text mining, fokus utamanya adalah pada teks yang mengandung sejumlah besar informasi, seperti artikel berita, makalah teknis, buku, perpustakaan digital, pesan email, blog, dan halaman web.
Berikut ini adalah beberapa contoh penerapan text mining yang paling umum, sebagai berikut (Han et al., 2012: 597):
1. Text Categorization, yaitu mengelompokkan teks ke dalam kategori atau topik tertentu berdasarkan karakteristik atau konten teks. Contohnya, mengkategorikan teks berita ke dalam kategori berdasarkan topik seperti politik, bisnis, olahraga, atau hiburan.
2. Text Clustering, yaitu mengelompokkan teks berdasarkan kesamaan karakteristik atau pola dalam konten teks. Misalnya, mengelompokkan ulasan produk berdasarkan tema atau mengelompokkan berita berdasarkan subjek tertentu. Tujuannya adalah untuk mengidentifikasi kelompok teks yang serupa untuk analisis lebih lanjut.
3. Sentiment Analysis, yaitu menganalisis sentimen atau pendapat dalam teks, seperti pendapat positif, negatif, atau netral terhadap suatu topik, entitas, atau konten teks lainnya. Analisis sentimen dapat digunakan untuk memahami sentimen pengguna, konsumen, atau pengguna lainnya terhadap produk, layanan, atau merek, dan dapat digunakan dalam pengambilan keputusan bisnis, perencanaan pemasaran, atau manajemen reputasi.
4. Document Summarization, yaitu merangkum dokumen atau teks panjang menjadi ringkasan yang lebih ringkas dan informatif. Peringkasan dokumen dapat membantu dalam mengidentifikasi informasi penting atau pola-pola yang signifikan dalam teks yang kompleks, serta memudahkan pemahaman dan pengambilan keputusan dalam menghadapi jumlah data yang besar.
2.1.3 [bookmark: _heading=h.35nkun2][bookmark: _Toc140568229]Machine Learning
Menurut Han et al., (2012: 24) machine learning untuk mempelajari cara komputer dapat belajar atau meningkatkan kinerjanya dari data. Program machine learning bertujuan agar komputer dapat belajar secara otomatis untuk mengenali pola yang kompleks dan membuat keputusan cerdas berdasarkan data.
Berikut ini adalah kategori machine learning, sebagai berikut (Han et al., 2012: 24):
1. Supervised learning, merujuk pada metode klasifikasi. Supervisi dalam proses pembelajaran berasal dari contoh-contoh yang diberikan dalam data latihan yang memiliki label. Dalam supervised learning, setiap contoh dalam data latihan memiliki label yang menunjukkan kelas atau keluaran yang seharusnya dihasilkan oleh model.
2. Unsupervised learning, adalah metode dalam machine learning di mana model belajar dari data latihan yang tidak memiliki label kelas atau keluaran yang diinginkan. Dalam unsupervised learning, tidak ada informasi tentang kelas atau keluaran yang harus diprediksi, sehingga proses pembelajaran dilakukan secara mandiri oleh model.
3. Semi-supervised learning, adalah kelas teknik dalam machine learning yang menggunakan baik contoh yang diberi label (labeled examples) maupun contoh yang tidak diberi label (unlabeled examples) dalam proses pembelajaran model. Pendekatan ini memanfaatkan informasi yang ada pada data labeled untuk mempelajari model kelas, dan data unlabeled untuk menyempurnakan batasan antara kelas-kelas tersebut.
4. Active learning merupakan suatu metode dalam bidang machine learning yang mengizinkan pengguna, seperti seorang pakar di bidangnya, untuk berpartisipasi aktif dalam proses pembelajaran. Dalam pendekatan active learning, pengguna dapat diminta untuk memberi label pada contoh-contoh data, yang bisa berasal dari kumpulan data unlabeled atau dapat disintesis oleh program pembelajaran itu sendiri. Tujuannya adalah untuk meningkatkan kualitas model dengan cara aktif memperoleh pengetahuan dari pengguna, dengan membatasi jumlah contoh yang dapat mereka minta untuk diberi label.
2.1.4 [bookmark: _heading=h.1ksv4uv][bookmark: _Toc140568230]Analisis Sentimen
Menurut Fink et al., (2011) definisi sentimen sebagai sikap positif atau negatif yang dimiliki oleh individu atau kelompok orang terhadap suatu objek. Objek dalam hal ini dapat berupa entitas (orang, kelompok, organisasi, atau lokasi geografis), peristiwa, tindakan yang melibatkan entitas, dan ide atau konsep. Menurut pengertian ini, sentimen memiliki polaritas atau nilai (positif atau negatif), sumber (orang atau kelompok yang memilikinya), dan target (objek yang menjadi sasaran sentimen). Jadi, tujuan analisis sentimen adalah mendeteksi keberadaan sentimen dalam sebuah teks dan mengidentifikasi nilai, sumber, dan target dari sentimen tersebut. 
2.1.5 [bookmark: _heading=h.44sinio][bookmark: _Toc140568231]TF-IDF (Term Frequency-Inverse Document Frequency)
[bookmark: _Hlk143214693]Menurut Fikri et al., (2020) TF-IDF (Term Frequency-Inverse Document Frequency) adalah metode yang diterapkan untuk memberikan bobot kata dalam teks. Berikut adalah langkah-langkah dalam menghitung bobot kata menggunakan metode TF-IDF:
1. Term Frequency (TF)
[bookmark: _Hlk143214740][bookmark: _Hlk143214827]TF digunakan untuk menghitung seberapa frekuensi kemunculan suatu kata dalam sebuah dokumen tertentu. TF dinyatakan sebagai rasio antara frekuensi sebuah kata (term) di dalam sebuah dokumen dengan jumlah total kata dalam dokumen tersebut. Nilai TF dapat dihitung menggunakan rumus berikut:
	[bookmark: _heading=h.2jxsxqh][bookmark: _Hlk143214855]TF(d,t)  =
	Frekuensi kemunculan term t dalam dokumen d
	
[bookmark: _heading=h.z337ya] (2. 1)

	
	total term dalam dokumen d
	


Keterangan:
	t  
	 =
	 kata

	d 
	 =
	 dokumen


[bookmark: _Hlk143214787]Hasil dari perhitungan ini akan menghasilkan nilai TF yang berada dalam rentang antara 0 dan 1, yaitu nilai yang lebih tinggi menunjukkan bahwa kata tersebut muncul lebih sering dalam dokumen tersebut.
2. Inverse Document Frequency (IDF)
[bookmark: _Hlk143214897][bookmark: _Hlk143214957]IDF digunakan mengukur seberapa umum suatu kata dalam seluruh korpus dokumen. Menurut Aggarwal, (2015: 432), konsep inverse document frequency mengaplikasikan prinsip dengan lebih fleksibel, dimana kata-kata yang sering muncul diberi bobot yang lebih rendah. Dengan kata lain, semakin sering sebuah kata muncul, semakin sedikit bobot yang diberikan kepadanya. IDF dapat dihitung dengan persamaan di bawah ini:
	[bookmark: _Hlk143214937]IDF(t) =  log
	total dokumen
	
[bookmark: _heading=h.3j2qqm3](2. 2)

	
	document frequency term t
	


Keterangan:
	t  =
	 kata


Hasil dari perhitungan ini akan menghasilkan nilai IDF yang berada dalam rentang lebih besar dari 0, di mana angka yang lebih tinggi menunjukkan bahwa kata tersebut jarang muncul dalam seluruh korpus dokumen.
3. TF-IDF 
[bookmark: _Hlk143214984]Setelah menghitung TF dan IDF, bobot kata (TF-IDF) dapat dihitung dengan mengalikan nilai TF dan nilai IDF. TF-IDF dapat dihitung dengan persamaan di bawah ini:
	[bookmark: _Hlk143215010]TF-IDF(d,t)   =
	TF(d,t) × IDF(t)
	[bookmark: _heading=h.1y810tw](2. 3)


Keterangan:
	[bookmark: _Hlk143215054]t  =
	kata

	d =
	dokumen


Berdasarkan hasil perhitungan ini akan menghasilkan nilai bobot kata yang digunakan untuk mewakili kemunculan kata dalam suatu dokumen tertentu dalam konteks korpus dokumen yang lebih besar.
2.1.6 [bookmark: _heading=h.4i7ojhp][bookmark: _Toc140568232]Naïve Bayes
Menurut Bustami (2013) algoritma Naïve Bayes merupakan sebuah metode klasifikasi yang menggunakan probabilitas dan statistik, dan awalnya dikembangkan oleh seorang ilmuwan Inggris bernama Thomas Bayes. Naïve Bayes menggunakan pengalaman masa sebelumnya untuk memprediksi probabilitas di masa depan, dan sering disebut sebagai Teorema Bayes. Pada algoritma ini, Teorema Bayes digunakan bersama dengan asumsi Naive, yaitu menganggap bahwa atribut-atribut antar kelas adalah independen. Oleh karena itu, dalam Naïve Bayes, diasumsikan bahwa keberadaan atau ketiadaan suatu fitur dalam suatu kelas tidak terkait dengan fitur-fitur kelas lainnya. Teorema Bayes dapat diungkapkan dalam bentuk persamaan sebagai berikut:
	P(H | X)   =
	P(X | H).P(H)
	(2. 4)

	
	P(X)
	


Keterangan:
	X           
	=
	Data yang memiliki kelas yang belum diketahui.

	H           
	=
	Hipotesis data X merupakan sebuah kelas yang spesifik

	P(H | X)  
	=
	Probabilitas hipotesis H berdasar kondisi X
 (posteriori probability)

	P(H)      
	=
	Probabilitas hipotesis H (prior probability)

	P(X | H)  
	=
	Probabilitas X mengacu pada kondisi hipotesis H

	P(X)      
	=
	Probabilitas X


2.1.7 [bookmark: _heading=h.2xcytpi][bookmark: _Toc140568233]Twitter 
Twitter adalah sebuah platform media sosial yang memungkinkan pengguna untuk membuat dan melihat pesan-pesan singkat yang disebut tweet. Setiap tweet memiliki batas karakter maksimum 280 karakter dan dapat mencakup teks, gambar, atau video. Twitter menjadi salah satu platform media sosial yang sangat diminati di berbagai penjuru dunia dan digunakan dengan luas oleh individu, organisasi, dan perusahaan untuk berkomunikasi dengan audiens mereka, membagikan informasi, mempromosikan merek atau produk, dan membangun jejaring sosial.  Menurut artikel yang diterbitkan Kominfo (dalam Kaparang et al., 2021), berdasarkan data dari PT Bakrie Telecom menyatakan bahwa di Indonesia, terdapat sekitar 19,5 juta pengguna Twitter, yang merupakan bagian dari jumlah total 500 juta pengguna di seluruh dunia. Twitter juga digunakan sebagai sarana untuk mengikuti dan memperoleh berita terkini, mengekspresikan pendapat dan gagasan, serta terhubung dengan orang-orang dengan minat yang sama.
Dalam keterangan yang disampaikan oleh (Twitter, 2023) berikut ini adalah pengertian beberapa istilah yang sering digunakan:
1. Tweet: Pesan singkat yang terdiri dari maksimum 280 karakter yang dapat dikirimkan atau dibagikan melalui akun Twitter.
2. Retweet: Tindakan mengirimkan kembali (re-share) tweet dari akun Twitter orang lain ke akun Twitter Anda sendiri.
3. Mention: Tindakan men-tag (menandai) akun Twitter orang lain dalam sebuah tweet, biasanya digunakan untuk memperluas jangkauan tweet atau memulai percakapan.
4. Hashtag: Tanda pagar (#) yang digunakan untuk menandai topik atau topik yang sama dalam sebuah tweet agar lebih mudah ditemukan oleh pengguna Twitter yang mencari topik tersebut.
5. Direct Message (DM): Pesan pribadi atau langsung yang dikirimkan ke akun Twitter seseorang tanpa melalui umpan publik.
6. Follower: Pengguna Twitter yang memilih untuk mengikuti akun Twitter Anda sehingga mereka dapat melihat tweet Anda di umpan mereka.
7. Trending topic: Topik atau topik yang sedang populer atau banyak dibahas di Twitter pada suatu waktu tertentu.
8. Twitter handle: Nama pengguna Twitter yang unik yang dimiliki setiap pengguna, diawali dengan tanda '@' dan digunakan untuk mencari atau menyebutkan akun Twitter orang lain.
9. Twitter chat: Diskusi atau percakapan online dengan pengguna Twitter lainnya, biasanya diatur pada waktu tertentu dengan menggunakan hashtag tertentu.
10. Verified account: Akun Twitter yang telah mendapatkan verifikasi oleh Twitter sebagai akun resmi dan asli untuk individu atau organisasi yang dikenal atau memiliki kepentingan yang signifikan.
2.1.8 [bookmark: _heading=h.1ci93xb][bookmark: _Toc140568234]Python
Python merupakan salah satu bahasa pemrograman yang cukup terkenal dan banyak digunakan dalam bidang teknologi informasi seperti pengembangan perangkat lunak, analisis data, pengolahan teks, dan kecerdasan buatan. Terdapat berbagai library dan framework dalam bahasa pemrograman python yang dapat digunakan untuk membantu proses analisis data (Kirana et al., 2019). Dalam penelitian ini, digunakan beberapa library berikut:
1. Pandas
Pandas adalah library analisis data yang sering digunakan dalam Python untuk manipulasi dan analisis data. Pandas dapat digunakan untuk membaca, mengelola, dan menyimpan data dalam format tabel, seperti data hasil penelitian analisis sentimen.
2. NLTK (Natural Language Toolkit)
NLTK adalah library yang umum digunakan untuk pemrosesan bahasa alami (NLP) dalam Python. NLTK menyediakan berbagai alat untuk mengelola, membersihkan, dan mengolah teks, termasuk fitur seperti tokenisasi, stemming, dan klasifikasi teks yang dapat digunakan dalam analisis sentimen.
3. Sastrawi
Sastrawi adalah library pemrosesan bahasa alami (NLP) dalam bahasa Indonesia. Library ini menyediakan berbagai alat untuk mengelola, membersihkan, dan mengolah teks dalam bahasa Indonesia, termasuk fitur seperti stemming, stopword removal, dan tokenisasi. Sastrawi dapat digunakan dalam penelitian atau proyek yang memerlukan pemrosesan bahasa alami dalam bahasa Indonesia, termasuk dalam analisis sentimen terhadap teks berbahasa Indonesia.
4. TextBlob
TextBlob adalah library NLP yang menyediakan berbagai alat untuk analisis sentimen, termasuk analisis polaritas dan subjektivitas. TextBlob juga menyediakan antarmuka yang mudah digunakan untuk melakukan analisis sentimen pada teks dalam bahasa Inggris.
5. Scikit-learn
Scikit-learn merupakan library machine learning populer untuk Python yang menyediakan berbagai algoritma klasifikasi, termasuk algoritma Naïve Bayes. Scikit-learn menyediakan implementasi yang efisien dan mudah digunakan dari algoritma Naïve Bayes yang dapat digunakan dalam penelitian analisis sentimen.
2.1.9 [bookmark: _heading=h.3whwml4][bookmark: _Toc140568235]Jupyter Notebook
Aplikasi Notebook Jupyter, yang dulunya dikenal sebagai Notebook Ipython, dikembangkan oleh Jupyter Perez dan Granger sebagai sebuah aplikasi berbasis web browser yang populer digunakan dalam penelitian yang sudah bisa mendukung banyak bahasa pemrograman lainnya seperti R, Julia, dan bahasa-bahasa pemrograman lainnya (Duei Putri et al., 2022).
Jupyter Notebook memungkinkan pengguna untuk membuat dokumen berbasis web yang menggabungkan kode pemrograman, teks naratif, persamaan matematika, visualisasi data, dan hasil eksekusi kode yang dapat dijalankan secara interaktif. Dokumen yang dihasilkan dalam Jupyter Notebook dapat disimpan dalam format .ipynb (IPython Notebook), yang memungkinkan untuk berbagi dan mengulang eksperimen atau analisis data yang telah dilakukan
2.2 [bookmark: _heading=h.2bn6wsx][bookmark: _Toc140568236]Penelitian Terdahulu
[bookmark: _heading=h.qsh70q]Penulis menggunakan penelitian terdahulu sebagai sumber referensi dan inspirasi untuk menambah wawasan dan membantu penulis menyelesaikan penelitian tugas akhir ini. Berikut ini tabel daftar penelitian terdahulu yang didapatkan dan ditemukan penulis dapat dilihat pada tabel 2.1
Tabel 2. 1 Daftar Penelitian Terdahulu
	Nama Peneliti
	Judul Penelitian
	Hasil Penelitian

	Kaparang et al., (2021)
	Analisis Sentimen New Normal Pada Masa Covid-19 Menggunakan Algoritma Naive Bayes Classifier
	Penelitian ini bertujuan untuk memodelkan analisis sentimen opini publik terhadap kebijakan new normal pemerintah di Indonesia selama pandemi Covid-19. Metode yang dipergunakan adalah algoritma Naïve Bayes. Hasil dari pengklasifikasian menggunakan Naïve Bayes mencakup akurasi sebesar 80,37%, presisi sebesar 87,38%, recall sebesar 82,57%, dan f-measure sebesar 84,91%. Dalam penelitian ini, terdapat 5194 tweet yang diklasifikasikan sebagai positif dan 2908 tweet yang diklasifikasikan sebagai negatif. ni mengindikasikan bahwa perasaan positif lebih mendominasi daripada perasaan negatif.

	Aditya et al., (2019)
	Analisis Sentimen Pada Media Sosial Twitter Menggunakan Metode Naïve Bayes Classifier (Studi Kasus: Komentar Publik Kepada Tri Indonesia)
	Tujuan penelitian ini adalah mengevaluasi sentimen terhadap akun resmi Tri Indonesia. Data yang digunakan berasal dari tweet orang-orang di media sosial Twitter dan dianalisis menggunakan metode Naïve Bayes Classifier. Dalam penelitian ini, terdapat 237 data komentar yang dibedakan ke dalam dua kategori, antara lain  positif serta negatif. Pengujian menggunakan Naïve Bayes Classifier menghasilkan akurasi sebesar 84,28% dalam analisis sentimen pada media sosial Twitter. Hasil klasifikasi untuk class precision prediksi positif menunjukkan tingkat keakuratan sebesar 66,67%, sementara prediksi negatif mencapai tingkat keakuratan sebesar 91,67%. Untuk recall, true positif menghasilkan tingkat sebesar 76,67%, sedangkan true negatif sebesar 87,01%.

	Duei Putri et al., (2022)
	Analisis Sentimen Kinerja Dewan Perwakilan Rakyat (DPR) Pada Twitter Menggunakan Metode Naive Bayes Classifier
	Penelitian ini bertujuan untuk menganalisis sikap masyarakat pada  kegiatan Dewan Perwakilan Rakyat (DPR) yang diekspresikan melalui Twitter. Terdapat  1546 data yang dihasilkan dari crawling data di twitter pada penelitian ini, kemudian data dianalisis dengan algoritma naïve bayes. Hasil penelitian ini menunjukkan bahwa DPR memperoleh 95 tweet positif dengan polaritas 0,75 atau 75% sentimen positif, 693 tweet netral dengan polaritas 0,79 atau 79% netral, dan 758 tweet negatif dengan polaritas 0,82 atau 82% dengan nilai akurasi 0,8 atau 80%.

	Gulo, (2021)
	Analisis Sentimen Kuliah Online Selama Pandemi Covid-19 Menggunakan Algoritma Naive Bayes
	Tujuan dari penelitian ini adalah untuk mengidentifikasi sejauh mana tingkat keakuratan analisis opini menggunakan metode Naïve Bayes, untuk mengetahui hasil analisis opini kuliah online dengan metode Naive Bayes pada masa pandemi Covid-19, dan untuk mengetahui dampak tentang pelaksanaan pembelajaran jarak jauh di masa Covid19. Jumlah data tweet yang dikumpulkan dari hasil crawling di Twitter adalah 2000 tweet. Hasil dari penelitian ini adalah skor akurasi 79,75%, skor presisi 79%, skor recall 80%, dan F1-Score 79%.









[bookmark: _heading=h.3as4poj][bookmark: _Toc140568237]BAB III 
METODE PENELITIAN
3.1 [bookmark: _heading=h.1pxezwc][bookmark: _Toc140568238]Desain Penelitian
3.1.1 [bookmark: _heading=h.49x2ik5][bookmark: _Toc140568239]Jenis Penelitian
Penelitian ini menerapkan metode kuantitatif deskriptif. Menurut Abdullah (2015: 90), jenis penelitian yang bertujuan untuk memberikan deskripsi atau penjelasan tentang berbagai situasi, fenomena, atau variabel penelitian berdasarkan data yang dikumpulkan dari kejadian yang terjadi, di foto, diwawancarai, diamati, serta bahan dokumen yang diteliti. Sehingga, dalam penelitian ini menggunakan pendekatan kuantitatif deskriptif untuk mengumpulkan dan menganalisis data dalam menggambarkan sentimen atau pandangan masyarakat terhadap kebijakan masuk sekolah jam lima pagi di Nusa Tenggara Timur (NTT).
Teknik pengambilan data online dengan menggunakan teknik web scraping untuk pengambilan data dari Twitter yang berkaitan dengan topik penelitian, yaitu kebijakan masuk sekolah jam lima pagi di NTT. Hasil web scraping menggunakan kata kunci "sekolah jam 5 di NTT" pada Twitter dan pada rentang waktu 27 Februari 2023 sampai dengan 23 Maret 2023.
Setelah data diambil, data kemudian akan diolah dan dianalisis menggunakan algoritma Naïve Bayes untuk melakukan analisis sentimen terhadap tweet yang berkaitan dengan topik penelitian. Dengan menggunakan desain penelitian kuantitatif deskriptif, teknik web scraping, dan analisis data menggunakan algoritma Naïve Bayes, penelitian "Analisis Sentimen Terhadap Kebijakan Masuk Sekolah Jam Lima Pagi Di NTT Menggunakan Algoritma Naïve Bayes" dapat memberikan gambaran yang jelas dan terukur tentang sentimen pengguna Twitter terhadap kebijakan tersebut.
3.1.2 [bookmark: _heading=h.2p2csry][bookmark: _Toc140568240]Tahapan Penelitian
[image: ]
Gambar 3. 1 Tahapan Penelitian
[bookmark: _heading=h.147n2zr][bookmark: _heading=h.3o7alnk]Gambar 3.1 menunjukkan tahapan penelitian yang dilakukan. Langkah awal dalam penelitian ini adalah mengidentifikasi permasalahan. Tujuan mengidentifikasi masalah adalah menemukan cara untuk mengkategorikan dan mengklasifikasikan pendapat pengguna Twitter mengenai kebijakan pengaturan jam masuk sekolah pukul lima pagi di Nusa Tenggara Timur (NTT). Setelah mengidentifikasi masalah, langkah berikutnya adalah studi literatur. Studi literatur yang relevan digunakan untuk mengumpulkan informasi terkait proses pemodelan analisis sentimen masyarakat. Metode klasifikasi Naïve Bayes digunakan dalam penelitian ini. Langkah selanjutnya adalah pengumpulan opini pengguna Twitter dengan menggunakan teknik web scraping untuk mengambil tweet-tweet dari platform Twitter, lalu memberi label positif (1) dan negatif (-1). Setelah mengumpulkan data, langkah berikutnya adalah melakukan preprocessing atau pengolahan awal data yang melibatkan beberapa proses seperti Cleaning, Case Folding, Tokenizing, Normalization, Stopword Removal, dan Stemming sehingga menghasilkan data bersih. Setelah data yang didapat bersih lalu masuk ke tahap pembobotan kata atau TF-IDF (Term Frequency-Inverse Document Frequency) yaitu tahapan seleksi data yang sering muncul. Setelah melakukan pembobotan TF-IDF, dilakukan splitting data untuk membagi data ke dalam dua bagian, yaitu 80% data latihan untuk melatih model dan 20% data pengujian untuk menguji performa model. Setelah data dibagi menjadi dua, data diolah menggunakan model klasifikasi Naive Bayes. Setelah menyelesaikan langkah klasifikasi data, langkah berikutnya adalah melakukan evaluasi pada model klasifikasi menggunakan Confusion Matrix. Confusion matrix berisi informasi yang membandingkan hasil kategorisasi yang dihasilkan oleh sistem dengan hasil yang diharapkan. Dengan menggunakan Confusion Matrix, dapat menghitung berbagai matriks evaluasi model seperti Akurasi, Presisi, Recall, Spesifisitas, dan F1-Score dari model klasifikasi. Hal ini memungkinkan untuk mengetahui sejauh mana tingkat akurasi dari model klasifikasi yang digunakan.. Tahap akhir adalah visualisasi hasil menggunakan pie chart untuk menampilkan proporsi atau persentase dari setiap kategori sentimen (positif dan negatif) dan word cloud adalah metode visualisasi yang digunakan untuk menggambarkan kata-kata yang paling sering muncul dalam data dengan menggunakan ukuran teks yang berbeda-beda.
3.2 [bookmark: _Toc140568241]Populasi dan Sampel 
3.2.1 [bookmark: _heading=h.23ckvvd][bookmark: _Toc140568242]Populasi
Menurut Abdullah (2015: 226), populasi mengacu pada keseluruhan unsur yang menunjukkan karakteristik tertentu dan dapat digunakan untuk menarik kesimpulan, dimana keseluruhan unsur menunjukkan jumlah, sedangkan karakteristik tertentu menunjukkan ciri-ciri dari populasi tersebut.
Populasi pada penelitian adalah seluruh pengguna Twitter yang menuliskan tweet berbahasa Indonesia tentang kebijakan masuk sekolah jam lima pagi di wilayah Nusa Tenggara Timur (NTT). Tweet yang diambil mengandung kata kunci "sekolah jam 5 di NTT" pada rentang waktu tertentu. Populasi ini tidak terbatas pada satu lokasi geografis tertentu dan dapat mencakup pengguna Twitter dari berbagai wilayah di Indonesia yang membahas topik yang sama yaitu tentang kebijakan masuk sekolah jam lima pagi di NTT.
3.2.2 [bookmark: _heading=h.ihv636][bookmark: _Toc140568243]Sampel
Menurut Abdullah (2015: 228), sampel yang ideal merupakan sampel yang mampu menggambarkan karakteristik populasi secara tepat. Pada penelitian ini menerapkan pendekatan sampling kuota yaitu  salah satu teknik dari Non Probability Sampling. Menurut Hardani (2020: 369) “Ciri utama dari sampel kuota adalah anggota sampel dari tingkat tertentu dipilih berdasarkan jumlah (kuota) tertentu dengan karakteristik tertentu.”
[bookmark: _heading=h.32hioqz]Pengambilan sampel pada penelitian ini tidak dilakukan secara acak, melainkan didasarkan pada keyword tertentu dan jangka waktu tertentu yang telah ditentukan. Sampel pada penelitian ini adalah 777 data tweet yang berasal dari hasil web scraping data menggunakan kata kunci "sekolah jam 5 di NTT" pada Twitter. Data tersebut telah difilter dan diambil pada rentang waktu 27 Februari 2023 sampai dengan 23 Maret 2023.
3.3 [bookmark: _heading=h.1hmsyys][bookmark: _Toc140568244]Teknik Pengumpulan Data 
Data yang diterapkan dalam penelitian ini merupakan data primer. Data primer merupakan data yang diperoleh secara langsung oleh peneliti dari sumber asli yang menjadi fokus penelitian. Data yang diambil dalam penelitian yaitu hasil web scraping di Twitter. Web scraping adalah proses ekstraksi data yang lebih spesifik dari halaman web. Scraping mengidentifikasi dan mengekstraksi data yang relevan dari kode HTML halaman web, atau dari berkas-berkas yang ada di dalamnya, seperti teks, gambar, tabel, atau elemen lainnya. Scraping biasanya dilakukan dengan menggunakan perangkat lunak atau library tertentu yang memungkinkan peneliti untuk mengekstraksi data yang diinginkan dari halaman web secara otomatis. Peneliti melakukan proses web scraping data dari Twitter untuk mendapatkan tweet-tweet terkait kebijakan masuk sekolah jam lima pagi di NTT. 
Proses web scraping pada penelitian ini yaitu mengimport tautan https://github.com/JustAnotherArchivist/snscrape.git ke dalam kode Python yang merupakan URL dari sebuah repositori Git yang dihosting di platform GitHub. Repository ini mengandung kode sumber dari proyek snscrape yang dikembangkan oleh pengguna GitHub bernama "JustAnotherArchivist". Snscrape adalah suatu perangkat lunak (library) Python yang digunakan untuk melakukan pengambilan (scraping) data dari media sosial, khususnya dari platform Twitter. 
Selanjutnya, teks atau kalimat tweet tersebut diberi label dengan mengimport library TextBlob  untuk menghitung nilai polarity berdasarkan perbandingan antara jumlah kata-kata positif dan negatif dalam teks. Nilai polarity dapat berkisar dari -1 (sentimen sangat negatif) hingga 1 (sentimen sangat positif), dengan 0 menunjukkan sentimen netral. Pada penelitian ini hanya menganalisis sentimen positif dan negatif.
Pengambilan data dilakukan melalui media sosial Twitter menggunakan metode web scraping hanya menggunakan tweet yang berbahasa indonesia dengan kata kunci yang digunakan yaitu “sekolah jam 5 di NTT”. Maksimal 800 sampel digunakan secara keseluruhan dalam penelitian ini dalam rentang waktu 27 Februari 2023 sampai dengan 23 Maret 2023. Sehingga, data yang didapatkan berjumlah 777 data tweet. Setelah itu, data tweet disimpan dalam bentuk Microsoft Excel dengan format “csv” dan “xlsx”.
[bookmark: _heading=h.41mghml]Berikut ini adalah tabel yang berisi lima tweet dari 777 data tweet yang didapatkan pada scraping data:
Tabel 3. 1 Hasil Scraping Data
	Tweet
	Label

	Heran Bukan Main Siswa di NTT Masuk Sekolah Jam 5 Pagi, Anggota DPR: Anak-Anak Jangan Dijadikan Kelinci Percobaan! https://t.co/PGn707FPyh
	1

	Ketika kita nonton, teman² di ntt jam 5 pagi malah sekolah hahaha
	1

	Cara Masuk Sekolah Jam 5 Pagi di NTT, Naik Kuda sampai Menginap di Sekolah Biar Tak Telat https://t.co/GjuPO78vH5 #TempoTekno
	-1

	Seriusan pelajar di NTT disuruh masuk jam 5 pagi??! Kebijakan yang pastinya bikin kita bertanya-tanya Bro &amp; Sis, kok bisa anak sekolah memulai kegiatan belajar sepagi itu?

@psi_id @psi_jawatengah @kokokdirgantoro @FurqanAMC @yulizuardirais @elchanatmadja @MikhaRDK @bayu_romawan https://t.co/ZdTEX69nwQ
	-1

	Di NTT masuk sekolah jam 5 pagi, kalo di Jekarda gimana tuh ya? Berhasil kayanya ngatasin macet tp ortu2 pasti teriak krn lebih rempong dari pagi-pagi buta 😅 https://t.co/1K99KjAHHG
	-1



3.4 [bookmark: _heading=h.2grqrue][bookmark: _Toc140568245]Teknik Analisis Data 
Dalam penelitian ini ada beberapa langkah yang dipergunakan untuk menganalisis data, yaitu:
3.4.1 [bookmark: _heading=h.vx1227][bookmark: _Toc140568246]Text Preprocessing
Metode pembersihan dan persiapan teks untuk diklasifikasi dikenal sebagai text preprocessing. Teks online cenderung memiliki banyak noise dan komponen yang tidak berguna misalnya tag HTML, script, iklan serta banyak kata dalam teks yang tidak terlalu berpengaruh terhadap makna teks secara keseluruhan (Haddi et al., 2013). Text preprocessing penting dilakukan karena semakin bersih data yang dihasilkan maka dapat meningkatkan efisiensi dan akurasi analisis sentimen
[bookmark: _heading=h.3fwokq0]Text preprocessing meliputi Cleaning, Case Folding, Tokenizing, Normalization, Stopword Removal, dan Stemming.
1. Cleaning 
[bookmark: _heading=h.1v1yuxt]Cleaning yaitu proses pembersihan teks dari karakter atau informasi yang tidak penting, misalnya tanda baca, karakter khusus, atau URL yang tidak relevan. Tujuannya adalah untuk membersihkan teks agar hanya mengandung informasi yang relevan untuk analisis selanjutnya. Berikut ini adalah contoh tahap cleaning:
Tabel 3. 2 Contoh Penerapan Proses Cleaning
	Sebelum Cleaning
	Setelah Cleaning

	Saya sngt senang dengan produk ini! :) #produkbagus
	Saya sngt senang dengan produk ini produkbagus


2. Case Folding
[bookmark: _heading=h.4f1mdlm]Case Folding merupakan proses mengkonversi semua karakter dalam teks menjadi huruf kecil untuk menghindari perbedaan dalam penulisan huruf besar/kecil yang bisa mempengaruhi konsistensi dan akurasi analisis teks.
Tabel 3. 3 Contoh Penerapan Proses Case Folding
	Sebelum Case Folding
	Setelah Case Folding

	Saya sngt senang dengan produk ini ProdukBagus
	saya sngt senang dengan produk ini produkbagus


3. Tokenizing
[bookmark: _heading=h.2u6wntf]Tokenizing adalah proses memisahkan teks menjadi unit-unit terkecil yang disebut token. Token bisa berupa kata, frasa, atau kalimat dan biasanya dipecah berdasarkan spasi, tanda baca, atau aturan gramatikal tertentu.
Tabel 3. 4 Contoh Penerapan Proses Tokenizing
	Sebelum Tokenizing
	Setelah Tokenizing

	saya sngt senang dengan produk ini produkbagus
	 ['saya', 'sngt', 'senang', 'dengan', 'produk', 'ini', 'produkbagus']


4. Normalization
[bookmark: _heading=h.19c6y18][bookmark: _heading=h.3tbugp1]Normalization adalah tahap mengubah token dalam teks menjadi bentuk yang standar atau normal, misalnya mengganti singkatan menjadi bentuk lengkap atau menggantikan variasi ejaan menjadi bentuk yang konsisten untuk analisis selanjutnya.
Tabel 3. 5 Contoh Penerapan Proses Normalization
	Sebelum Normalization
	Setelah Normalization

	 ['saya', 'sngt', 'senang', 'dengan', 'produk', 'ini', 'produkbagus']
	['saya', 'sangat', 'senang', 'dengan', 'produk', 'ini', 'produkbagus']


5. Stopword Removal
[bookmark: _Hlk143214482][bookmark: _heading=h.28h4qwu]Stopword Removal yaitu proses menghapus kata-kata yang dianggap tidak signifikan atau tidak relevan pada analisis teks, misalnya kata penghubung atau kata depan. Tujuannya adalah untuk mengurangi noise atau gangguan dalam teks dan memfokuskan pada kata-kata yang lebih penting dalam analisis.
Tabel 3. 6 Contoh penerapan Proses Stopword Removal
	Sebelum Stopword Removal
	Setelah Stopword Removal

	 ['saya', 'sangat', 'senang', 'dengan', 'produk', 'ini', 'produkbagus']
	['sangat', 'senang', 'produk', 'ini', 'produkbagus']


6. Stemming
[bookmark: _Hlk143214509][bookmark: _heading=h.nmf14n]Stemming merupakan sebuah proses perubahan token dalam teks menjadi bentuk yang dasar, dengan menghapus imbuhan atau akhiran dari kata. Tujuannya adalah untuk mengurangi variasi kata yang sama menjadi bentuk yang lebih sederhana atau standar, sehingga dapat digunakan untuk analisis kata-kata yang sama tetapi dalam bentuk yang berbeda.
Tabel 3. 7 Contoh Penerapan Stemming
	Sebelum Stemming
	Setelah Stemming

	 ['sangat', 'senang', 'produk', 'ini', 'produkbagus']
	['sangat', 'senang', 'produk', 'produkbagus']


3.4.2 [bookmark: _heading=h.37m2jsg][bookmark: _Toc140568247][bookmark: _Hlk143214633]Pembobotan Kata TF-IDF (Term Frequency-Inverse Document Frequency)
[bookmark: _heading=h.1mrcu09][bookmark: _heading=h.46r0co2]TF-IDF (Term Frequency-Inverse Document Frequency) digunakan sebagai metode untuk memberikan bobot pada kata-kata dalam pemrosesan teks dengan tujuan mengukur tingkat kepentingan kata tersebut dalam sebuah dokumen, dalam kumpulan dokumen. Metode ini mengkombinasikan dua ide, yaitu frekuensi kata atau Term Frequency (TF), yang menghitung jumlah kemunculan kata dalam sebuah dokumen, dan Inverse Document Frequency (IDF), yang mengukur seberapa tidak umum atau jarang kata tersebut muncul dalam seluruh koleksi dokumen. Berikut ini adalah contoh data yang akan dihitung dengan TF-IDF sebagai berikut:
Tabel 3. 8 Contoh Dokumen
	ID Dokumen
	Isi Dokumen

	d1
	suka bahasa pemrograman python

	d2
	ada lomba buat aplikasi

	d3
	lomba pakai bahasa pemrograman python


Pada tabel Tabel 3. 8 Contoh Dokumen menggunakan contoh sebanyak tiga dokumen yang akan di proses. Langkah awal adalah membuat daftar term dari dokumen d1, d2, dan d3. Apabila ada term yang berulang maka cukup ditulis satu kali
[bookmark: _heading=h.2lwamvv]Selanjutnya, menghitung bobot kata TF-IDF pada setiap data yang bisa dilihat pada tabel Tabel 3. 9 Contoh Hasil Pembobotan Kata TF-IDF
Tabel 3. 9 Contoh Hasil Pembobotan Kata TF-IDF
	[bookmark: _heading=h.111kx3o]TERM
	TF
	TF
Normalisasi
	DF

	IDF

	TF-IDF

	
	d1
	d2
	d3
	d1
	d2
	d3
	
	
	d1
	d2
	d3

	suka
	1
	0
	0
	0,25
	0
	0
	1
	0,477
	0,119
	0
	0

	bahasa
	1
	0
	1
	0,25
	0
	0,2
	2
	0,176
	0,044
	0
	0,035

	pemrograman
	1
	0
	1
	0,25
	0
	0,2
	2
	0,176
	0,044
	0
	0,035

	python
	1
	0
	1
	0,25
	0
	0,2
	2
	0,176
	0,044
	0
	0,035

	ada
	0
	1
	0
	0
	0,25
	0
	1
	0,477
	0
	0,119
	0

	lomba
	0
	1
	0
	0
	0,25
	0
	1
	0,477
	0
	0,119
	0

	buat
	0
	1
	0
	0
	0,25
	0
	1
	0,477
	0
	0,119
	0

	aplikasi
	0
	1
	0
	0
	0,25
	0
	1
	0,477
	0
	0,119
	0

	lomba
	0
	0
	1
	0
	0
	0,2
	1
	0,477
	0
	0
	0,095

	pakai
	0
	0
	1
	0
	0
	0,2
	1
	0,477
	0
	0
	0,095

	Panjang
Dokumen
	4
	4
	5
	
	
	
	
	
	
	
	


[bookmark: _heading=h.3l18frh]Pada perhitungan TF (Term Frequency), setelah menentukan nilai TF yaitu pada dokumen d1, d2, dan d3 misalnya kata “suka” muncul sebanyak satu kali pada dokumen “d1”, dan seterusnya pada semua term, dilanjutkan dengan TF Normalisasi untuk mencegah data anomali akibat perbedaan panjang dokumen (total term dalam dokumen d). Sehingga, perhitungan TF diperbaiki dengan normalisasi dengan menggunakan persamaan TF pada persamaan (2. 1). Sebagai contoh, berikut adalah perhitungan TF pada term “suka” dalam dokumen “d1” sebagai berikut:
	[bookmark: _heading=h.206ipza]TF(d1,suka)  =
	Frekuensi kemunculan term suka dalam dokumen d1

	
	total term dalam dokumen d1

	                      =
	1/4

	                      =
	0,25


[bookmark: _heading=h.4k668n3]Pada perhitungan IDF (Inverse Document Frequency), pertama hitung dulu nilai DF yaitu document frequency d1, d2, d3 (>0). Setelah mendapatkan hasil, selanjutnya menghitung nilai IDF menggunakan persamaan (2. 2). Contohnya adalah perhitungan pada term “suka” sebagai berikut:
	[bookmark: _heading=h.2zbgiuw]IDF(suka) = log
	total dokumen

	
	document frequency term suka

	                  = log
	3/1

	                  = log
	3

	                  = 0,477
	


[bookmark: _heading=h.1egqt2p]Selanjutnya adalah perhitungan TF-IDF dengan persamaan (2. 3). Contohnya pada term “suka” dalam dokumen “d1” sebagai berikut:
	TF-IDF(d1,suka)  =
	TF(d1,suka) × IDF(suka)

	                             =
	0,25 × 0,477

	                             =
	0,119


3.4.3 [bookmark: _heading=h.3ygebqi][bookmark: _Toc140568248][bookmark: _Hlk143215085]Splitting Dataset
[bookmark: _Hlk143215145]Pada penelitian ini menggunakan metode splitting data 80/20. Splitting data 80/20 adalah metode yang umum digunakan dalam pemrosesan data dan pembelajaran mesin untuk membagi kumpulan data menjadi dua kelompok, yaitu data latih dan data uji, dengan perbandingan 80% untuk data latih dan 20% untuk data uji.
Proses splitting data 80/20 dilakukan dengan memisahkan dataset menjadi dua bagian secara acak. Sebanyak 80% data akan digunakan untuk melatih model atau mengembangkan algoritma pembelajaran mesin, sedangkan 20% data akan digunakan untuk menguji kinerja model atau algoritma yang telah dilatih.
3.4.4 [bookmark: _heading=h.2dlolyb][bookmark: _Toc140568249][bookmark: _Hlk143215174]Pemodelan Klasifikasi Naïve Bayes
Pemodelan klasifikasi naïve bayes merupakan langkah di mana data tweet diklasifikasikan untuk menerima analisis sentimen. Untuk mengklasifikasikan sentimen akan menggunakan data hasil proses preprocessing hingga tahap splitting data. Setelah data berhasil dilatih, dilakukan pengujian terhadap data uji untuk menguji hasil akurasi klasifikasi yang dibuat. 
[bookmark: _Hlk143215226]Menurut Artanti et al., (2018) ada dua langkah yang dilakukan dalam membangun sistem pengklasifikasi menggunakan Naïve Bayes. Langkah pertama yaitu pelatihan sistem (training), lalu langkah kedua yaitu pengujian sistem (testing).
1. [bookmark: _Hlk143215276]Tahap Training (Pelatihan) 
Pada tahap ini, sistem pengklasifikasi dilatih menggunakan data pelatihan (data training) yang berisi data yang sudah diklasifikasikan atau sudah diberi label baik positif dan negatif
[bookmark: _heading=h.sqyw64]Langkah-langkah dalam tahap training adalah sebagai berikut : 
1) Memperkirakan peluang kategori berdasarkan data pelatihan.
2) Menentukan frekuensi kata (TF-IDF) dari dataset pelatihan
3) Melakukan perhitungan peluang untuk setiap kategori di dalam set data pelatihan.
	P(wk)
	  =
	   Pk + 1
	(3. 1)

	
	
	   n + |v|
	


Keterangan:
	P(wk)
	 :
	Peluang kata (term)

	Pk + 1
	 :
	Query yang ditambahkan dengan angka satu untuk menghindari hasil perhitungan yang nol.

	n
	 :
	Banyaknya keseluruhan total term dalam kelas tertentu pada data training

	|v|
	 :
	Total term keseluruhan


2. Tahap Testing (Pengujian)
Pada tahap ini, data pengujian digunakan untuk menguji kemampuan sistem dalam melakukan klasifikasi pada data baru dan memprediksi label dari data tersebut. 
Berikut adalah langkah-langkah dalam tahap pengujian yang dapat diuraikan: 
1) Menghitung Vmap untuk setiap kelas data uji dengan rumus:
	Vmap
	=
	P(wk|c).P(c) 
	(3. 2)


2) Mencari nilai Vmap yang maksimum.
3) Mengetahui model klasifikasi yang digunakan
4) Memperoleh kelas prediksi untuk data tersebut
3.4.5 [bookmark: _heading=h.3cqmetx][bookmark: _Toc140568250][bookmark: _Hlk143215309]Evaluasi Model
[bookmark: _Hlk143215397]Setelah menyelesaikan pengujian model, langkah berikutnya adalah melakukan evaluasi terhadap model tersebut. Tujuan evaluasi model untuk mengetahui kinerja model dengan menghasilkan confusion matrix untuk menyajikan perbandingan antara hasil klasifikasi yang diberikan oleh model klasifikasi dengan klasifikasi yang sebenarnya.
[image: ]
Gambar 3. 2 Confusion Matrix
[bookmark: _heading=h.1rvwp1q]Sumber: medium.com
Confusion matrix terdiri dari empat sel utama (Han et al., 2012: 365):
1. True Positive (TP): Jumlah data yang sebenarnya positif dan diprediksi sebagai positif oleh model.
2. False Positive (FP): Jumlah data yang sebenarnya negatif namun diprediksi sebagai positif oleh model.
3. True Negative (TN): Jumlah data yang sebenarnya negatif dan diprediksi sebagai negatif oleh model.
4. False Negative (FN): Jumlah data yang sebenarnya positif namun diprediksi sebagai negatif oleh model.
[bookmark: _Hlk143215491]Metode perhitungan Precision, Accuracy, Recall dan F1-Score digunakan untuk mengukur kinerja klasifikasi. Berikut adalah rumus Akurasi, Presisi, Recall, dan F1-Scrore berdasarkan Han et al., (2012: 365):
1. [bookmark: _Hlk143215608]Akurasi (Accuracy)
Akurasi mengukur seberapa banyak prediksi yang benar dari keseluruhan prediksi yang dilakukan oleh model.
	Akurasi     =
	(TP + TN)
	
(3. 3)

	
	(TP + FP + TN + FN)
	


2. Presisi (Precision)
Presisi mengukur seberapa akurat model dalam memprediksi kelas positif.
	Presisi     =
	TP
	
(3. 4)

	
	(TP + FP)
	


3. Recall (Sensitivitas)
Recall mengukur seberapa baik model dalam mengenali data dengan kelas positif. 
	Recall    =
	TP
	
(3. 5)

	
	(TP + FN)
	


4. F1-Score
F1-Score merupakan hasil rata-rata harmonik antara presisi dan recall, dan digunakan untuk menggabungkan kedua matriks tersebut menjadi satu.
	F1-Score =
	2 × (Presisi × Recall)
	                                                                                                       (3. 6)

	
	(Presisi + Recall)
	


3.4.6 [bookmark: _heading=h.4bvk7pj][bookmark: _Toc140568251][bookmark: _Hlk143215630]Visualisasi Model
[bookmark: _Hlk143215677][bookmark: _Hlk143215710]Pada penelitian ini hasil analisis sentimen akan divisualisasikan dengan pie chart dan word cloud. Pie Chart digunakan untuk menampilkan persentase sentimen positif dan negatif dalam dataset analisis sentimen. Pie Chart juga membantu mengidentifikasi sentimen dominan atau sentimen minoritas dalam data analisis sentimen. Sedangkan, Word Cloud digunakan untuk memvisualisasikan kata-kata utama atau kata-kata yang sering muncul dalam analisis teks sentimen baik positif maupun negatif. Word Cloud membantu mengidentifikasi kata-kata yang paling umum atau paling kerap muncul dalam teks dan memberikan gambaran umum dari tema analisis sentimen tersebut.
















[bookmark: _heading=h.2r0uhxc][bookmark: _Toc140568252]BAB IV 
HASIL DAN PEMBAHASAN
4.1 [bookmark: _heading=h.1664s55][bookmark: _Toc140568253][bookmark: _heading=h.3q5sasy]Pengumpulan Data
[bookmark: _heading=h.25b2l0r]Langkah pertama ialah mengumpulkan data tweet dengan menginstal libraries yang diperlukan dan mengimport modul-modul yang akan digunakan untuk melakukan pengumpulan data tweet dari Twitter. Gambar 4.2 menampilkan kode program untuk langkah pertama.
[image: ]
Gambar 4. 1 Kode Program Langkah 1 Scraping
[bookmark: _heading=h.kgcv8k]Langkah kedua adalah menerapkan fungsi clean_tweet untuk membersihkan tweet dari karakter tertentu, fungsi analize_sentiment untuk menganalisis sentimen dari tweet, dan fungsi analize_subjectorobject untuk menganalisis apakah subjek atau objek dari tweet tersebut memiliki sentimen positif atau negatif. Gambar 4.2 menampilkan kode program untuk langkah kedua.
[image: ]
Gambar 4. 2 Kode Program Langkah 2 Scraping
Langkah ketiga adalah tahapan untuk mencari dan mengumpulkan tweet berdasarkan rentang waktu dari 27 Februari 2023-23 Maret 2023, dengan kata kunci “sekolah jam 5 di NTT”, dan jumlah tweet yang diambil maksimal sebanyak 800 tweet. Lalu, data tweet yang telah dikumpulkan diubah menjadi sebuah objek DataFrame. DataFrame akan digunakan untuk menyimpan informasi-informasi terkait tweet, seperti Datetime, Tweet Id, Text, Username, dan Label. Gambar 4.2 menampilkan kode program untuk langkah ketiga.
[image: ]
Gambar 4. 3 Kode Program Langkah 3 Scraping
[bookmark: _heading=h.34g0dwd]Setelah DataFrame terbentuk, langkah keempat adalah menyimpan DataFrame tweet ke dalam file Excel dengan nama "HasilData_Scraping.xlsx". Gambar 4.2 menampilkan kode program untuk langkah keempat.
[image: ]
[bookmark: _heading=h.1jlao46]Gambar 4. 4 Kode Program Langkah 4 Scraping
Hasil akhirnya adalah DataFrame tweet yang disimpan dalam file Excel dengan nama "HasilData_Scraping.xlsx" yang berisi data tweet dengan struktur tabel yang terorganisir dengan baik dan menggunakan header yang sesuai dengan nama kolom DataFrame yang bisa dilihat pada gambar 4.5.
[bookmark: _heading=h.43ky6rz][image: ]
[bookmark: _heading=h.2iq8gzs]Gambar 4. 5 Hasil Data Scraping File Excel
Sehingga, jumlah keseluruhan data tweet yang didapat melalui proses scraping. dalam rentang waktu 27 Februari 2023-23 Maret 2023 dengan kata kunci “sekolah jam 5 di NTT” adalah 777 tweet dengan jumlah label positif (1) adalah 24 tweet dan label negatif (-1) adalah 753 tweet.
4.2 [bookmark: _heading=h.xvir7l][bookmark: _Toc140568254]Text Preprocessing
Setelah data sudah terkumpul dan diberi label, tahap berikutnya adalah text preprocessing. Tujuan text preprocessing yaitu menghasilkan teks yang lebih terstruktur, lebih bersih, dan lebih siap untuk dianalisis oleh model atau algoritma yang telah ditentukan. Text preprocessing meliputi Cleaning, Case Folding, Tokenizing, Normalization, Stopword Removal, dan Stemming.
1. Cleaning dan Case Folding
Proses cleaning berfungsi untuk menghilangkan unsur-unsur yang tidak relevan dalam teks, seperti menghapus tanda baca, angka, karakter khusus, atau simbol yang tidak relevan. Sedangkan, Case folding adalah proses yang bertujuan untuk mengkonversi semua karakter huruf dalam sebuah teks menjadi huruf kecil agar tidak ada perbedaan dalam pengenalan kata-kata yang memiliki huruf besar dan huruf kecil.
Pada proses cleaning dan case folding menggunakan modul python yaitu string dan re. String digunakan untuk mengakses konstanta string.punctuation yang berisi semua tanda baca. Selain itu, terdapat modul bawaan Python seperti re yang digunakan untuk bekerja dengan regular expression dalam pemrosesan teks. 
[bookmark: _heading=h.3hv69ve]Kode program untuk melakukan proses cleaning dan case folding bisa dilihat pada Gambar 4.6
[image: ]
[bookmark: _heading=h.1x0gk37]Gambar 4. 6 Kode Program Proses Cleaning dan Case Folding
Perbandingan sebelum dan setelah proses cleaning dan case folding pada teks tweet bisa dilihat pada tabel 4.1.
[bookmark: _heading=h.4h042r0]Tabel 4. 1 Hasil Proses Cleaning Dan Case Folding
	Sebelum Cleaning Dan Case Folding
	Setelah Cleaning Dan Case Folding

	Kemendikbud Rekomendasikan Kaji Ulang Masuk Sekolah Jam 5.30 Pagi di NTT https://t.co/lL5y4rg9Xo #TempoTekno
	kemendikbud rekomendasikan kaji ulang masuk sekolah jam pagi di ntt tempotekno


2. Tokenizing
Proses tokenizing berfungsi membagi teks menjadi unit-unit lebih kecil atau token. Pemecahan teks menjadi token membantu pemrosesan teks yang lebih efisien dan analisis yang lebih mendalam.
Pada proses tokenisasi ini digunakan modul nltk.tokenize dan spesifiknya kelas RegexpTokenizer untuk melakukan pemisahan teks menjadi token.
[bookmark: _heading=h.2w5ecyt]Gambar 4.7 menampilkan kode program yang digunakan untuk melakukan proses tokenizing.
[image: ]
[bookmark: _heading=h.1baon6m]Gambar 4. 7 Kode Program Proses Tokenizing
[bookmark: _heading=h.3vac5uf]Tabel 4.2 memperlihatkan perbedaan antara sebelum dan sesudah melalui proses tokenisasi pada teks tweet.
Tabel 4. 2 Hasil Proses Tokenizing
	Sebelum Tokenizing
	Setelah Tokenizing

	kemendikbud rekomendasikan kaji ulang masuk sekolah jam pagi di ntt tempotekno
	['kemendikbud', 'rekomendasikan', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'di', 'ntt', 'tempotekno']


3. Normalization
Proses normalization berfungsi mengkonversi kata-kata yang ada dalam teks menjadi bentuk dasarnya. Sehingga, mempermudah pengenalan kata yang memiliki makna yang sama.
Gambar 4.8 menampilkan kode program yang digunakan untuk melaksanakan proses normalisasi.
[image: ]
[bookmark: _heading=h.2afmg28]Gambar 4. 8 Kode Program Proses Normalization
Kode program ini digunakan untuk untuk membaca file CSV dengan nama "Normalisasi.csv" dan menyimpannya ke dalam variabel normalized_word. File CSV ini berisi data untuk normalisasi kata-kata. Setelah membaca file CSV dan membentuk kamus normalized_word_dict, fungsi normalized_term digunakan untuk menerapkan normalisasi kata dalam sebuah dokumen. Fungsi tersebut menggantikan kata-kata dalam dokumen dengan bentuk normalisasinya yang sesuai berdasarkan kamus normalized_word_dict.
[image: ]
[bookmark: _heading=h.pkwqa1]Gambar 4. 9 Cuplikan Isi File Normalisasi.csv
Perbandingan sebelum dan setelah normalization pada teks tweet bisa dilihat pada tabel 4.3.
[bookmark: _heading=h.39kk8xu]Tabel 4. 3 Hasil Proses Normalization
	Sebelum Normalization
	Setelah Normalization

	 ['kemendikbud', 'rekomendasikan', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'di', 'ntt', 'tempotekno']
	['kemendikbud', 'rekomendasikan', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'di', 'ntt', 'tempotekno']


4. Stopword Removal
Penghapusan kata-kata umum, yang biasa dikenal sebagai stopword removal, bertujuan untuk mengeliminasi kata-kata yang umumnya tidak memiliki relevansi penting dalam analisis teks. Pada tahap ini, menggunakan NLTK ( Natural Language ToolKit).
Langkah pertama pada proses stopword removal adalah mengimport nltk. Gambar 4.10 menampilkan kode program yang digunakan untuk mengimport nltk. Kode tersebut menggunakan modul nltk untuk mengunduh korpus "stopwords" (kata-kata yang umumnya diabaikan dalam pemrosesan teks) menggunakan fungsi nltk.download().
[image: ]
[bookmark: _heading=h.1opuj5n]Gambar 4. 10 Kode Program Import nltk
Selanjutnya, pada gambar 4.11 kode tersebut menggunakan modul nltk untuk mengimport fungsi stopwords dari korpus bahasa. Kemudian, kode mencetak (print) set dari daftar stopwords dalam bahasa Indonesia. set ini berisi kumpulan kata-kata yang umumnya diabaikan dalam pemrosesan teks.
[image: ]
[bookmark: _heading=h.48pi1tg]Gambar 4. 11 List Stopword Indonesia
Berikutnya, dalam Gambar 4.12 dapat ditemukan kode program yang bertujuan untuk melakukan penghapusan stopword. Selain menggunakan daftar stopwords Indonesia yang telah disediakan oleh modul nltk, bisa ditambah daftar kata yang tidak diperlukan dalam analisis sentimen dengan cara menambahkan kata-kata tersebut ke daftar stopwords menggunakan file tambahan Stopword.txt dan metode stopword.extend.
[image: ]
[bookmark: _heading=h.2nusc19]Gambar 4. 12 Kode Program Proses Stopword Removal
[image: ]
[bookmark: _heading=h.1302m92]Gambar 4. 13 Cuplikan Isi File Stopword.txt
Perbandingan sebelum dan setelah proses stopword removal pada teks tweet bisa dilihat pada tabel 4.4.
[bookmark: _heading=h.3mzq4wv]Tabel 4. 4 Hasil Proses Stopword Removal
	Sebelum Stopword Removal
	Setelah Stopword Removal

	 ['kemendikbud', 'rekomendasikan', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'di', 'ntt', 'tempotekno']
	['kemendikbud', 'rekomendasikan', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'ntt', 'tempotekno']


5. Stemming
Proses stemming berfungsi mengubah kata-kata menjadi bentuk kata dasar (root word) dengan cara menghilangkan imbuhan, baik itu akhiran atau awalan sehingga kata-kata tersebut dapat direduksi menjadi bentuk dasarnya. Tahap ini menggunakan bantuan library Sastrawi.
Gambar 4.14 menampilkan kode program yang digunakan untuk melakukan proses stemming.

[image: ]
[bookmark: _heading=h.2250f4o]Gambar 4. 14 Kode program Proses Stemming
[image: ]
[bookmark: _heading=h.haapch]Gambar 4. 15 Output Proses Stemming
Perbandingan sebelum dan setelah proses stemming pada teks tweet bisa dilihat pada tabel 4.5.
[bookmark: _heading=h.319y80a]Tabel 4. 5 Hasil Proses Stemming
	Sebelum Stemming
	Setelah Stemming

	 ['kemendikbud', 'rekomendasikan', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'ntt', 'tempotekno']
	['kemendikbud', 'rekomendasi', 'kaji', 'ulang', 'masuk', 'sekolah', 'jam', 'pagi', 'ntt', 'tempotekno']


4.3 [bookmark: _heading=h.1gf8i83][bookmark: _Toc140568255]Pembobotan Kata TF-IDF (Term Frequency-Inverse Document Frequency)
Setelah tahapan preprocessing, data yang sudah bersih diberi bobot TF-IDF. Pemberian bobot TF-IDF sebelum dianalisis dengan algoritma yang telah ditentukan penting untuk mengurangi pengaruh kata-kata umum dan meningkatkan penekanan pada kata-kata penting, sehingga meningkatkan kualitas analisis dan klasifikasi.
[bookmark: _heading=h.40ew0vw]Langkah pertama, menentukan indeks kata. Tujuannya agar pemrosesan lebih efisien karena operasi pada struktur data numerik cenderung lebih cepat daripada operasi pada teks. Kode program untuk menentukan indeks kata dapat dilihat pada Gambar 4.16. Kode tersebut merupakan proses untuk menentukan indeks kata dari dokumen menggunakan CountVectorizer. 
[image: ]
[bookmark: _heading=h.2fk6b3p]Gambar 4. 16 Kode Program Menentukan Indeks Kata
Output dari menentukan indeks kata dapat dilihat pada gambar 4.17. Output yang dihasilkan adalah kamus yang menunjukkan indeks dari setiap kata dalam representasi vektor. Indeks merupakan angka unik yang diberikan kepada setiap kata dalam urutan yang dihasilkan oleh CountVectorizer. Misalnya, kata ‘mindset’ memiliki indeks 1236, yang artinya kata ‘mindset’ adalah kata ke-1236 dalam kamus atau urutan kata yang sedang diproses.
[image: ]
[bookmark: _heading=h.upglbi]Gambar 4. 17 Output Hasil Proses Term Frequency
Selanjutnya, menghitung term frequency. Gambar 4.18 menunjukkan kode program yang digunakan untuk menghitung frekuensi kata (term frequency). Kode tersebut merupakan proses penghitungan term frequency menggunakan CountVectorizer dan TfidfTransformer dari scikit-learn. 
[image: ]
[bookmark: _heading=h.3ep43zb]Gambar 4. 18 Kode Program Menghitung Term Frequency
Gambar 4.19 menunjukkan hasil dari perhitungan frekuensi kata-kata dalam dokumen. Output tersebut memberikan informasi mengenai seberapa sering kata-kata tersebut muncul dalam dokumen. Misalnya, pada baris pertama "(0, 1236) 2", yang artinya dalam dokumen pertama (indeks 0), kata dengan indeks 1236 (mindset) muncul sebanyak 2 kali dalam dokumen tersebut.
[image: ]
[bookmark: _heading=h.1tuee74]Gambar 4. 19 Output Menghitung Term Frequency
Selanjutnya, menghitung TF-IDF (Term Frequency-Inverse Document Frequency) lalu menyimpan hasilnya ke dalam bentuk DataFrame. Kode program menghitung TF-IDF bisa dilihat pada Gambar 4.20 sedangkan  Gambar 4.21 adalah output dari hasil perhitungan TF-IDF.
[image: ]
[bookmark: _heading=h.4du1wux]Gambar 4. 20 Kode Program Menghitung TF-IDF
[image: ]
[bookmark: _heading=h.2szc72q]Gambar 4. 21 Hasil TF-IDF
Di bawah ini terdapat contoh hasil perhitungan TF-IDF (Term Frequency-Inverse Document Frequency) yang dilakukan secara manual pada tweet  “protes orang tua murid masuk sekolah jam pagi ntt” yang bisa dilihat pada tabel 4.6.
[bookmark: _heading=h.184mhaj]                                   Tabel 4. 6 Hasil Pembobotan TF-IDF
	TERM
	TF
	TF Normalisasi
	DF
	IDF
	TF-IDF

	protes
	1
	0,11111
	12
	1,81124
	0,20125

	orang
	1
	0,11111
	63
	1,09108
	0,12123

	tua
	1
	0,11111
	27
	1,45906
	0,16212

	murid
	1
	0,11111
	27
	1,45906
	0,16212

	masuk
	1
	0,11111
	556
	0,14535
	0,01615

	sekolah
	1
	0,11111
	775
	0,00112
	0,00012

	jam
	1
	0,11111
	777
	0
	0

	pagi
	1
	0,11111
	609
	0,1058
	0,01176

	ntt
	1
	0,11111
	773
	0,00224
	0,00025

	Panjang
	9
	 
	 
	 
	 

	Dokumen
	
	
	
	
	


Langkah awal adalah menentukan nilai Term frequency (TF) adalah metode yang digunakan untuk mengukur seberapa sering sebuah kata muncul dalam sebuah dokumen. Setelah menentukan nilai TF, misalnya term “protes” muncul sebanyak satu kali dan seterusnya pada semua term di dalam dokumen, dilanjutkan dengan TF Normalisasi menggunakan persamaan TF pada persamaan (2. 1). Sebagai contoh, berikut adalah perhitungan TF pada term “protes” sebagai berikut:
	TF(protes)     =
	Frekuensi kemunculan term protes dalam document

	
	total term dalam dokumen

	                      =
	1/9

	                      =
	0,11111


Selanjutnya, untuk menghitung nilai IDF (Inverse Document Frequency), pertama hitung dulu nilai DF yaitu document frequency. Nilai DF adalah frekuensi kemunculan suatu kata atau term dalam keseluruhan dokumen yang ada pada dataset. Jika kata tersebut muncul di setiap dokumen, artinya IDF-nya akan menjadi 0. Contohnya adalah perhitungan pada term “protes”. Jadi, terdapat 777 dokumen tweet pada dataset dan kata “protes” terdapat pada 12 dokumen, maka pembobotan IDF term “protes” menggunakan persamaan (2. 2) sebagai berikut:
	IDF(protes)
	=
	log
	total dokumen

	
	
	
	document frequency term protes

	
	=
	log
	  777/12

	
	=
	log
	  64,75

	
	=
	 1,81124


Selanjutnya adalah perhitungan TF-IDF. TF-IDF menghasilkan nilai yang lebih tinggi untuk kata-kata yang sering muncul dalam suatu dokumen tetapi jarang muncul dalam dokumen-dokumen lain dalam dataset.  Perhitungan TF-IDF menggunakan persamaan (2. 3), contohnya pada term “protes” sebagai berikut:
	TF-IDF(protes)    =
	TF(protes) × IDF(protes)

	                             =
	0,11111 × 1,81124

	                             =
	0,20125


4.4 [bookmark: _heading=h.3s49zyc][bookmark: _Toc140568256]Splitting Dataset
Setelah data diberi nilai bobot TF-IDF, langkah berikutnya adalah membagi data menjadi dua bagian, yaitu data training dan data testing. Dalam penelitian ini, proporsi pembagian datanya adalah 80% untuk data training dan 20% untuk data testing.
Gambar 4.22 menampilkan kode program untuk melakukan proses splitting dataset.
[image: ]
[bookmark: _heading=h.279ka65]Gambar 4. 22 Kode Program Proses Splitting Dataset
Kode tersebut menggunakan fungsi train_test_split dari pustaka scikit-learn (sklearn) untuk membagi dataset menjadi set latih dan set uji. test_size=0.20 digunakan untuk menentukan ukuran set pengujian dalam proporsi dataset. Dalam penelitian ini, 20% dari data akan menjadi set pengujian, sementara 80% akan menjadi set pelatihan. random_state=42 digunakan untuk menentukan bilangan acak yang digunakan untuk membagi dataset. Gambar 4.23 menampilkan hasil pembagian jumlah data yang telah dilakukan. Oleh karena itu, terdapat 621 data latih dan 156 data uji yang telah dihasilkan.
[image: ]
[bookmark: _heading=h.meukdy]                                                  Gambar 4. 23 Hasil Splitting Dataset
4.5 [bookmark: _heading=h.36ei31r][bookmark: _Toc140568257]Pengujian  Model Klasifikasi Naïve Bayes
Setelah pembagian dataset dilakukan maka data siap untuk diterapkan model klasifikasi Naïve Bayes. Gambar 4.24 menampilkan kode program untuk melakukan klasifikasi Naïve Bayes.
Proses klasifikasi Naive Bayes menggunakan metode MultinomialNB dari pustaka scikit-learn (sklearn). Pertama, mengimport kelas MultinomialNB. Selanjutnya, membuat objek model_naive sebagai instance dari kelas MultinomialNB() dan melatihnya menggunakan data pelatihan x_train dan y_train. Setelah model dilatih, lanjut menggunakan data uji x_test untuk melakukan prediksi menggunakan metode predict() dan hasil prediksinya disimpan dalam variabel predicted_naive.
[image: ]
[bookmark: _heading=h.1ljsd9k]     Gambar 4. 24 Kode Program Proses Klasifikasi Naïve Bayes
Berikut ini merupakan contoh penghitungan klasifikasi sentimen secara manual menggunakan algoritma Naïve Bayes. Tabel 4.7 menampilkan kumpulan data yang terdiri dari 2 data training dan 1 data testing.
Data uji akan digunakan untuk menguji sejauh mana kinerja model klasifikasi yang dilatih menggunakan data latih. Dengan menggunakan model yang sudah dipelajari dari data training, akan mencoba memprediksi sentimen dari isi dokumen d3, sehingga dapat menentukan labelnya, yaitu -1 atau 1.  
[bookmark: _heading=h.45jfvxd]Tabel 4. 7 Data Sentimen
	
	ID Dokumen
	Isi Dokumen
	Label

	Data Training
	d1
	masuk sekolah jam pagi ntt dokter anak imunitas tubuh siswa turun
	-1

	
	d2
	ramai siswa sma ntt wajib masuk sekolah jam pagi jam ideal masuk sekolah
	1

	Data Testing
	d3
	siswa ntt masuk sekolah jam pagi orang dpr heran anakanak jadi kelinci coba
	?


Langkah awal, menghitung probabilitas kelas yaitu menghitung jumlah masing-masing kelas dalam dataset training. Caranya adalah membagi jumlah masing-masing kelas dengan jumlah total data training. Diketahui bahwa jumlah seluruh data training adalah 621 tweet dengan 601 adalah  tweet negatif dan 20 adalah tweet positif. 
Menghitung probabilitas kelas dapat memberikan wawasan tentang sejauh mana model Anda dapat menggeneralisasi data training. Probabilitas yang tinggi atau dekat dengan 1 menunjukkan bahwa model dengan tingkat kepercayaan yang tinggi dalam memprediksi kelas tertentu. Perhitungan peluang kemunculan kategori positif dan negatif (probabilitas kelas) sebagai berikut:
	P(negatif)
	=
	Jumlah data training negatif

	
	
	Jumlah semua data training 

	
	=
	601

	
	
	621

	
	=
	0,96779

	P(positif)
	=
	Jumlah data training positif

	
	
	Jumlah semua data training 

	
	=
	 20

	
	
	621

	
	=
	0,03221


Selanjutnya, pada tabel 4.8 untuk melihat seberapa sering dokumen d3 muncul dalam dokumen-dokumen yang ada dalam data training, yang terbagi menjadi dua kategori yaitu negatif dan positif. Misalnya, kata "siswa" muncul sebanyak 142 kali dalam dokumen-dokumen dengan sentimen negatif dan hanya 7 kali dalam dokumen-dokumen dengan sentimen positif.
[bookmark: _heading=h.2koq656]Tabel 4. 8 Frekuensi Kemunculan Kata Pada Data Training
	Term
	Frekuensi Kemunculan Kata Pada Data Training

	
	Negatif
	Positif

	siswa
	142
	7

	ntt
	721
	24

	masuk
	496
	20

	sekolah
	750
	23

	jam
	853
	36

	pagi
	570
	19

	orang
	53
	2

	dpr
	20
	1

	heran
	2
	1

	anakanak
	2
	1

	jadi
	5
	1

	kelinci
	2
	1

	coba
	24
	1


Setelah menentukan frekuensi kemunculan kata pada data training, selanjutnya adalah menghitung probabilitas kondisional yaitu P(term|Negatif) dan P(term|Positif) dengan membagi frekuensi kemunculan kata dengan total kata dalam kelas yang sesuai menggunakan persamaan (3. 1). Sebelumnya, diketahui bahwa total jumlah term yang ada pada data training yaitu 9718 term, dengan jumlah term berkategori negatif yaitu 9343 term dan jumlah term yang ada pada data training berkategori positif yaitu 375 term. 
Kelas Negatif
	[bookmark: _heading=h.zu0gcz]P(siswa | Negatif)
	=
	(142 + 1)/9343 + 9718 
	=
	0,0075

	P(ntt | Negatif)
	=
	(721 + 1)/ 9343 + 9718 
	=
	0,03788

	P(masuk | Negatif)
	=
	(496 + 1)/ 9343 + 9718
	=
	0,02607

	P(sekolah | Negatif)
	=
	(750+1)/ 9343 + 9718
	=
	0,0394

	P(jam | Negatif)
	=
	(853 + 1)/ 9343 + 9718
	=
	0,0448

	P(pagi | Negatif)
	=
	(570 + 1)/ 9343 + 9718
	=
	0,02996

	P(orang | Negatif)
	=
	(53 + 1)/ 9343 + 9718
	=
	0,00283

	P(dpr | Negatif)
	=
	(20 + 1)/ 9343 + 9718
	=
	0,0011

	P(heran | Negatif)
	=
	(2 + 1)/ 9343 + 9718
	=
	0,00016

	P(anakanak | Negatif)
	=
	(2 + 1)/ 9343 + 9718
	=
	0,00016

	P(jadi | Negatif)
	=
	(5 + 1)/ 9343 + 9718
	=
	0,00031

	P(kelinci | Negatif)
	=
	(2 + 1)/ 9343 + 9718
	=
	0,00016

	P(coba | Negatif)
	=
	(24 + 1)/ 9343 + 9718
	=
	0,00131


Kelas Positif
	P(siswa | Positif)
	=
	(7 + 1)/ 375 + 9718
	=
	0,00079

	P(ntt | Positif)
	=
	(24 + 1)/ 375 + 9718
	=
	0,00248

	P(masuk | Positif)
	=
	(20 + 1)/ 375 + 9718
	=
	0,00208

	P(sekolah | Positif)
	=
	(23 + 1)/ 375 + 9718
	=
	0,00238

	P(jam | Positif)
	=
	(36 + 1)/ 375 + 9718
	=
	0,00367

	P(pagi | Positif)
	=
	(19 + 1)/ 375 + 9718
	=
	0,00198

	P(orang | Positif)
	=
	(2 + 1)/ 375 + 9718
	=
	0,0003

	P(dpr | Positif)
	=
	(1 + 1)/ 375 + 9718
	=
	0,0002

	P(heran | Positif)
	=
	(1 + 1)/ 375 + 9718
	=
	0,0002

	P(anakanak | Positif)
	=
	(1 + 1)/ 375 + 9718
	=
	0,0002

	P(jadi | Positif)
	=
	(1 + 1)/ 375 + 9718
	=
	0,0002

	P(kelinci | Positif)
	=
	(1 + 1)/ 375 + 9718
	=
	0,0002

	P(coba | Positif)
	=
	(1 + 1)/ 375 + 9718
	=
	0,0002


Setelah memperoleh nilai probabilitas untuk setiap kelas, langkah selanjutnya adalah melakukan klasifikasi pada tweet menggunakan persamaan (3. 2). Berikut adalah hasil klasifikasi yang didapatkan.
Kelas Negatif
	P(Negatif | c)
	=
	0,0075 × 0,03788 × 0,02607 × 0,0394 × 0,0448 × 0,02996 × 0,00283 × 0,0011 × 0,00016 × 0,00016 × 0,00031 × 0,00016 × 0,00131

	
	=
	2,0282 × 10-33


Kelas Positif
	P(Positif | c)
	=
	0,00079 × 0,00248 × 0,00208 × 0,00238 × 0,00367 × 0,00198 × 0,0003 × 0,0002 × 0,0002 × 0,0002 × 0,0002 × 0,0002 × 0,0002

	
	=
	1,3532×10-42


Berdasarkan perhitungan di atas, didapatkan hasil probabilitas 2,0282 × 10-33 untuk kelas negatif dan 1,3532×10-42 untuk kelas positif. Karena nilai probabilitas kelas negatif lebih tinggi daripada nilai probabilitas kelas positif, maka data uji pada dokumen d3 diklasifikasikan sebagai "negatif” atau “-1”.
4.6 [bookmark: _heading=h.3jtnz0s][bookmark: _Toc140568258]Evaluasi Model
[bookmark: _heading=h.1yyy98l]Setelah proses pengujian model selesai, langkah berikutnya adalah melakukan evaluasi terhadap model untuk menilai performanya dan menghasilkan confusion matrix.
Kode program proses evaluasi model dapat dilihat pada gambar 4.25. Kode tersebut melakukan evaluasi model menggunakan pustaka scikit-learn untuk melakukan perhitungan metrik evaluasi seperti akurasi, presisi, recall, F1-Score, dan confusion matrix. Model klasifikasi Naïve Bayes Multinomial (MultinomialNB) dilatih dengan data pelatihan (x_train dan y_train), kemudian digunakan untuk melakukan prediksi pada data pengujian (x_test). Hasil prediksi tersebut kemudian digunakan untuk mencetak confusion matrix dan laporan klasifikasi yang mencakup metrik-metrik evaluasi tersebut. Gambar 4.26 menunjukkan hasil evaluasi model dengan menggunakan confusion matrix, yang membandingkan hasil klasifikasi model dengan hasil klasifikasi sebenarnya.
[image: ]
[bookmark: _heading=h.4iylrwe]Gambar 4. 25 Kode Program Proses Evaluasi Model
[image: ]
[bookmark: _heading=h.2y3w247]Gambar 4. 26 Hasil Evaluasi Model
Setelah itu, dilakukan visualisasi dari hasil confusion matrix. Kode program yang digunakan untuk memvisualisasikan confusion matrix dapat ditemukan pada gambar 4.27. Kode tersebut melakukan visualisasi confusion matrix dengan menggunakan pustaka matplotlib dan seaborn. Confusion matrix dan label-labelnya didefinisikan terlebih dahulu, kemudian dibuat heatmap confusion matrix yang menampilkan angka pada setiap sel. Setelah itu, dilakukan penyesuaian label pada sumbu x dan y, serta memberikan judul pada plot. Terakhir, plot tersebut disimpan sebagai file gambar dengan format "confusion_matrix.png". Gambar 4.28 menampilkan hasil visualisasi dari confusion matrix.
[image: ]
[bookmark: _heading=h.1d96cc0]Gambar 4. 27 Kode Program Proses Visualisasi Confusion Matrix
[image: ]
[bookmark: _heading=h.3x8tuzt]Gambar 4. 28 Hasil Visualisasi Confusion Matrix
Hasil evaluasi model dengan confusion matrix pada gambar 4.28 juga dapat dilihat pada tabel 4.6.
[bookmark: _heading=h.2ce457m]Tabel 4. 9 Hasil Confusion Matrix
	
	Predicted

	
	Negatif
-1
	Positif
1

	Actual
	Negatif
-1
	151 (TN)
	1 (FP)

	
	Positif
1
	3 (FN)
	1 (TP)


Dari tabel dan juga gambar dari hasil confusion matrix didapatkan informasi sebagai berikut:
1. True Positive (TP): Jumlah data yang sebenarnya positif dan diprediksi sebagai positif oleh model sebanyak 1.
2. False Positive (FP): Jumlah data yang sebenarnya negatif namun diprediksi sebagai positif oleh model sebanyak 1.
3. True Negative (TN): Jumlah data yang sebenarnya negatif dan diprediksi sebagai negatif oleh model sebanyak 151.
4. False Negative (FN): Jumlah data yang sebenarnya positif namun diprediksi sebagai negatif oleh model 3.
Data yang dihasilkan confusion matrix akan menjadi nilai-nilai yang digunakan untuk menghitung beberapa metrik seperti akurasi, presisi, recall, dan f1-score. Tabel 4.7 menunjukkan hasil evaluasi model yang juga terdapat pada gambar 4.26, dengan hasil accuracy sebesar 0,97.
[bookmark: _heading=h.rjefff]Tabel 4. 10 Laporan Hasil Evaluasi Model
	Jenis Sentimen
	Precision
	Recall
	F1-Score

	Negatif
-1
	0,98
	0,99
	0,99

	Positif
1
	0,50
	0,25
	0,33


[bookmark: _heading=h.3bj1y38]Akurasi mengukur sejauh mana model dapat membuat prediksi yang benar secara keseluruhan. Perhitungan akurasi manual dari hasil evaluasi model sebagai berikut:
	Akurasi
	=
	(TP + TN)
(TP + FP + TN + FN)
	×
	100%

	
	=
	(1 + 151)
(1 + 1 + 151 + 3)
	
	

	
	
	
	
	

	
	=
	   152
   156
	
	

	
	
	
	
	

	
	=
	  0,97
	
	

	
	=
	  97%
	
	


Presisi untuk sentimen negatif mengukur seberapa akurat model dalam memprediksi kelas negatif. Perhitungan manual presisi untuk sentimen negatif dari hasil evaluasi model adalah sebagai berikut:
	Presisi Negatif
	=
	TN
(TN + FN)
	×
	100%

	
	=
	151
(151 + 3)
	
	

	
	
	
	
	

	
	=
	    151
    154
	
	

	
	
	
	
	

	
	=
	  0,98
	
	

	
	=
	  98%
	
	


Presisi untuk sentimen positif mengukur seberapa akurat model dalam memprediksi kelas positif. Perhitungan manual presisi untuk sentimen positif dari hasil evaluasi model adalah sebagai berikut:
	Presisi Positif
	=
	TP
(TP + FP)
	×
	100%

	
	=
	1
(1 + 1)
	
	

	
	
	
	
	

	
	=
	      1
      2
	
	

	
	
	
	
	

	
	=
	0,50
	
	

	
	=
	50%
	
	


Recall untuk sentimen negatif mengukur seberapa baik model dalam mengenali data dengan kelas negatif. Perhitungan manual recall untuk sentimen negatif dari hasil evaluasi model adalah sebagai berikut:
	Recall Negatif
	=
	TN
(TN + FP)
	×
	100%

	
	=
	151
(151 + 1)
	
	

	
	
	
	
	

	
	=
	     151
	
	

	
	
	     152
	
	

	
	=
	     0,99
	
	

	
	=
	     99%
	
	


Recall untuk sentimen positif mengukur seberapa baik model dalam mengenali data dengan kelas positif. Perhitungan manual recall untuk sentimen positif dari hasil evaluasi model adalah sebagai berikut:
	Recall Positif
	=
	TP
(TP + FN)
	×
	100%

	
	=
	1
(1 + 3)
	
	

	
	
	
	
	

	
	
=
	
1
4
	
	

	
	
	
	
	

	
	=
	0,25
	
	

	
	=
	25%
	
	


F1-Score adalah harmonic mean antara presisi dan recall yang berguna ketika ingin mencapai keseimbangan antara presisi dan recall. Perhitungan manual F1-Score untuk sentimen negatif dari hasil evaluasi model adalah sebagai berikut:
	F1-Score
Negatif
	=
	2 × (Presisi Negatif × Recall Negatif)
(Presisi Negatif + Recall Negatif)
	×
	100%

	
	=
	2 × (0,98 × 0,99)
   (0,98 + 0,99)
	

	
	=
	1,94
1,97
	

	
	=
	0,99
	

	
	=
	99%
	


Perhitungan manual F1-Score untuk sentimen positif dari hasil evaluasi model adalah sebagai berikut:
	F1-Score
Positif
	=
	2 × (Presisi Positif × Recall Positif)
    (Presisi Positif + Recall Positif)
	×
	100%

	
	=
	2 × (0,50 × 0,25)
   (0,50 + 0,25)
	
	

	
	
	
	
	

	
	=
	 0,25
 0,75
	
	

	
	
	
	
	

	
	=
	0,33
	
	

	
	=
	33%
	
	


4.7 [bookmark: _heading=h.1qoc8b1][bookmark: _Toc140568259]Hasil Klasifikasi Model
Pada hasil klasifikasi ini akan ditampilkan seluruh data uji sebanyak 156 data yang telah diprediksi dengan model, yang disajikan pada tabel 4.8.
[bookmark: _heading=h.4anzqyu]Tabel 4. 11 Hasil Klasifikasi Dari Model
	Actual Label
	Predicted Label
	Data Ke-

	-1
	-1
	1

	-1
	-1
	2

	-1
	-1
	3

	-1
	-1
	4

	-1
	1
	5

	-1
	-1
	6

	-1
	-1
	7

	-1
	-1
	8

	-1
	-1
	9

	-1
	-1
	10

	-1
	-1
	11

	-1
	-1
	12

	-1
	-1
	13

	-1
	-1
	14

	-1
	-1
	15

	-1
	-1
	16

	-1
	-1
	17

	-1
	-1
	18

	-1
	-1
	19

	-1
	-1
	20

	-1
	-1
	21

	-1
	-1
	22

	-1
	-1
	23

	-1
	-1
	24

	1
	-1
	25

	-1
	-1
	26

	-1
	-1
	27

	-1
	-1
	28

	-1
	-1
	29

	-1
	-1
	30

	-1
	-1
	31

	-1
	-1
	32

	-1
	-1
	33

	-1
	-1
	34

	-1
	-1
	35

	-1
	-1
	36

	-1
	-1
	37

	-1
	-1
	38

	-1
	-1
	39

	-1
	-1
	40

	-1
	-1
	41

	-1
	-1
	42

	-1
	-1
	43

	-1
	-1
	44

	-1
	-1
	45

	-1
	-1
	46

	-1
	-1
	47

	-1
	-1
	48

	-1
	-1
	49

	-1
	-1
	50

	-1
	-1
	51

	-1
	-1
	52

	-1
	-1
	53

	-1
	-1
	54

	-1
	-1
	55

	-1
	-1
	56

	-1
	-1
	57

	-1
	-1
	58

	-1
	-1
	59

	-1
	-1
	60

	-1
	-1
	61

	-1
	-1
	62

	-1
	-1
	63

	-1
	-1
	64

	-1
	-1
	65

	-1
	-1
	66

	-1
	-1
	67

	-1
	-1
	68

	-1
	-1
	69

	-1
	-1
	70

	-1
	-1
	71

	-1
	-1
	72

	-1
	-1
	73

	-1
	-1
	74

	-1
	-1
	75

	-1
	-1
	76

	-1
	-1
	77

	-1
	-1
	78

	-1
	-1
	79

	-1
	-1
	80

	-1
	-1
	81

	-1
	-1
	82

	-1
	-1
	83

	-1
	-1
	84

	-1
	-1
	85

	-1
	-1
	86

	-1
	-1
	87

	-1
	-1
	88

	-1
	-1
	89

	-1
	-1
	90

	-1
	-1
	91

	-1
	-1
	92

	1
	1
	93

	-1
	-1
	94

	-1
	-1
	95

	-1
	-1
	96

	-1
	-1
	97

	-1
	-1
	98

	-1
	-1
	99

	-1
	-1
	100

	-1
	-1
	101

	-1
	-1
	102

	-1
	-1
	103

	-1
	-1
	104

	-1
	-1
	105

	-1
	-1
	106

	-1
	-1
	107

	-1
	-1
	108

	-1
	-1
	109

	-1
	-1
	110

	-1
	-1
	111

	-1
	-1
	112

	-1
	-1
	113

	-1
	-1
	114

	-1
	-1
	115

	-1
	-1
	116

	-1
	-1
	117

	-1
	-1
	118

	-1
	-1
	119

	-1
	-1
	120

	-1
	-1
	121

	-1
	-1
	122

	-1
	-1
	123

	-1
	-1
	124

	-1
	-1
	125

	-1
	-1
	126

	-1
	-1
	127

	-1
	-1
	128

	-1
	-1
	129

	-1
	-1
	130

	-1
	-1
	131

	-1
	-1
	132

	1
	-1
	133

	-1
	-1
	134

	-1
	-1
	135

	-1
	-1
	136

	-1
	-1
	137

	-1
	-1
	138

	1
	-1
	139

	-1
	-1
	140

	-1
	-1
	141

	-1
	-1
	142

	-1
	-1
	143

	-1
	-1
	144

	-1
	-1
	145

	-1
	-1
	146

	-1
	-1
	147

	-1
	-1
	148

	-1
	-1
	149

	-1
	-1
	150

	-1
	-1
	151

	-1
	-1
	152

	-1
	-1
	153

	-1
	-1
	154

	-1
	-1
	155

	-1
	-1
	156


4.8 [bookmark: _heading=h.2pta16n][bookmark: _Toc140568260]Visualisasi Model
1. Pie Chart
Pie Chart adalah metode visualisasi yang berguna untuk memperlihatkan proporsi atau persentase dari sentimen positif dan negatif dalam dataset analisis sentimen. Diketahui jumlah sentimen negatif sebanyak 753 dan sentimen positif sebanyak 24. Kode program untuk menghitung jumlah sentimen negatif dan positif bisa dilihat pada gambar 4.29.
[image: ]
[bookmark: _heading=h.14ykbeg]Gambar 4. 29 Kode Program Menghitung Jumlah Sentimen
Berdasarkan nilai-nilai yang telah dihitung sebelumnya dalam variabel 'hitung', lanjut membuat visualisasi Pie Chart yang menggambarkan persentase perbandingan antara sentimen negatif dan sentimen positif menggunakan library matplotlib. Kemudian, objek pie chart dibuat dengan mengatur ukuran, warna, dan atribut lainnya yang bisa dilihat pada gambar 4.30.
[image: ]
[bookmark: _heading=h.3oy7u29]Gambar 4. 30 Kode Program Visualisasi Pie Chart
[bookmark: _heading=h.243i4a2]Gambar 4.31 menunjukkan visualisasi pie chart yang menampilkan hasil data secara grafis. Berdasarkan hasil pie chart diketahui bahwa sentimen negatif sebesar 96,91% dan sentimen positif sebesar 3,09%, yang artinya bahwa lebih dominan tweet yang negatif dibandingkan tweet positif.
[image: ]
[bookmark: _heading=h.j8sehv]Gambar 4. 31 Hasil Visualisasi Pie Chart
2. Word Cloud
Word cloud digunakan menunjukkan kata-kata kunci atau kata yang sering muncul dalam analisis sentimen pada teks, baik positif maupun negatif. Untuk membuat visualisasi kata-kata dalam bentuk word cloud menggunakan library wordcloud. Gambar 4.32 menampilkan kode program yang digunakan untuk mengimport library word cloud.
[image: ]
[bookmark: _heading=h.338fx5o]Gambar 4. 32 Kode Program Import library Word Cloud
Proses untuk visualisasi word cloud menggunakan secara keseluruhan dari semua kata-kata dalam dataset. Kemudian, objek word cloud dibuat dengan mengatur ukuran, latar belakang, dan atribut lainnya yang bisa dilihat pada gambar 4.32.
[image: ]
[bookmark: _heading=h.1idq7dh]Gambar 4. 33 Kode Program Proses Visualisasi Word Cloud
Tampilan visual dari word cloud dapat ditemukan pada gambar 4.34. Gambar tersebut menunjukkan sekumpulan kata yang sering muncul dalam data teks. Kata-kata tersebut ditampilkan dengan ukuran yang berbeda-beda sesuai dengan frekuensi kemunculannya.
[image: ]
[bookmark: _heading=h.42ddq1a]Gambar 4. 34 Hasil Visualisasi Word Cloud
Tabel 4.12 menunjukkan sepuluh term atau kata yang paling banyak muncul dari visualisasi menggunakan word cloud
[bookmark: _heading=h.2hio093]    Tabel 4. 12 Hasil Word Cloud
	Term
	Banyaknya muncul

	jam
	1060

	sekolah
	884

	ntt
	793

	pagi
	670

	masuk
	602

	siswa
	148

	bijak
	140

	anak
	124

	gubernur
	122

	sma
	98


[bookmark: _heading=h.wnyagw]


























[bookmark: _Toc140568261]BAB V 
PENUTUP
4.2 [bookmark: _heading=h.3gnlt4p][bookmark: _Toc140568262][bookmark: _Hlk140189005]Kesimpulan 
Berdasarkan apa yang telah ditemukan pada pengujian algoritma Naive Bayes dalam analisis sentimen terhadap kebijakan masuk sekolah jam lima pagi di NTT, berikut ini beberapa hasil yang diperoleh, diantaranya:
1. [bookmark: _Hlk142615549]Dalam penelitian ini, ditemukan bahwa algoritma Naïve Bayes berhasil mencapai tingkat akurasi yang tinggi mencapai 97%.
2. Berdasarkan hasil perhitungan evaluasi model dalam penelitian ini, didapatkan bahwa presisi untuk sentimen negatif mencapai 98%, sedangkan presisi untuk sentimen positif mencapai 50%. Selain itu, nilai recall untuk sentimen negatif mencapai 99%, sementara recall untuk sentimen positif mencapai 25%. Untuk f1-score, nilai untuk sentimen negatif mencapai 99%, sedangkan nilai f1-score untuk sentimen positif mencapai 33%.
3. Berdasarkan persentase pada pie chart, diketahui bahwa lebih dominan tweet yang negatif yaitu 96,91% dibandingkan tweet positif yaitu 3,09%. Jadi, bisa disimpulkan bahwa lebih banyak masyarakat yang tidak setuju terhadap kebijakan tersebut.
4.3 [bookmark: _heading=h.1vsw3ci][bookmark: _Toc140568263]Saran
Berdasarkan temuan penelitian ini, masih ada beberapa aspek yang perlu diperhatikan. Karena itu, peneliti berharap agar penelitian ini dapat dikembangkan lebih lanjut. Berikut ini adalah beberapa saran yang diajukan:
1. Menggunakan algoritma analisis sentimen lainnya agar dapat membandingkan hasil klasifikasi.
2. Menggunakan rasio pembagian dataset lainnya seperti 60% data latih dan 40% data uji atau 70% data latih dan 30% data uji agar dapat membandingkan hasil klasifikasi.
3. Melakukan pengumpulan lebih banyak data terutama sentimen kelas positif untuk mencapai keseimbangan dalam jumlah data di setiap kelasnya dan meningkatkan kemampuan model dalam mengenali sentimen positif.
4. Melakukan pengembangan interface dari proses menguji model dan menampilkan visualisasi dari hasil performa metode yang digunakan.
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!pip install snscrape
!pip install pandas
!pip install textblob
!pip install openpyxl
!pip install git+https://github.com/JustAnotherArchivist/snscrape.git
#import module
import snscrape.modules.twitter as sntwitter
import pandas as pd
#import module
from textblob import TextBlob
import re
def clean_tweet(tweet):
return ' '.join(re.sub("(@[A-Za-z0-9]+)|([^0-9A-Za-z \t])|(\w+:\/\/\S+)", " ", tweet).split())
#sentiment analisis dengan polarity menggunakan library textblob
def analize_sentiment(tweet):
analysis = TextBlob(clean_tweet(tweet))
if analysis.sentiment.polarity > 0:
return 1
#     elif analysis.sentiment.polarity == 0:
#         return 0
else:
return -1
def analize_subjectorobject(tweet):
#polaritas [1],[0],[2] untuk 1 termasuk negatif,0 neutral dan 2 termasuk positif. Misal terdapat polarity 0,8, yang berarti pernyataannya positif
#dan subyektivitas 0,75 merujuk bahwa itu adalah opini publik dan bukan informasi faktual.
analysis = TextBlob(clean_tweet(tweet))
if analysis.sentiment.polarity > 0:
return 'Positif'
#         elif analysis.sentiment.polarity == 0:
#             return 'Neutral'
else:
return 'Negatif'
# Tanggal mulai dan berakhir untuk rentang waktu pencarian tweet
since_date = '2023-02-27'
until_date = '2023-03-23'
# keywoard tweet
query = 'sekolah jam 5 di NTT since:{} until:{}'.format(since_date, until_date)
































# menentukan jumlah data tweet berbahasa indonesia
tweets_list = []
for i, tweet in enumerate(sntwitter.TwitterSearchScraper(query + ' lang:id').get_items()):
    if i > 800:
        break
    tweets_list.append([tweet.date, tweet.id, tweet.rawContent, tweet.user.username, analize_sentiment(tweet.rawContent)])
# Creating a dataframe from the tweets list above
tweet = pd.DataFrame(tweets_list, columns=['Datetime', 'Tweet Id', 'Text', 'Username', 'Label'])
tweet
tweet.groupby('Label').describe()
tweet_positif=tweet[tweet['Label'] > 0]
tweet_positif.head()
tweet_negatif=tweet[tweet['Label'] < 0]
tweet_negatif.head()
frames = [tweet_positif, tweet_negatif] 
hasil = pd.concat(frames).drop_duplicates().reset_index(drop=True)
hasil.to_csv(r'HasilData_Scraping.csv', index=False)
tweet = pd.read_csv('HasilData_Scraping.csv')
tweet.groupby('Label').describe()
tweet = pd.DataFrame(tweet)
tweet.to_excel ('HasilData_Scraping.xlsx', index = False, header=True)
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#Preprocessing
#Langkah 1 Preprocessing
!pip install nltk
!pip install Sastrawi
import pandas as pd
import re
data = pd.read_excel("HasilData_Scraping.xlsx")
data.head()
data.shape
df = data
df = pd.read_excel('HasilData_Scraping.xlsx', usecols=['Text', 'Label'])
df

#Proses  Cleaning & Case Folding 
import string
def clean_text(text):
    # menghapus username twitter
    text=re.sub('@[^\s]+', ' ', text)
    # menghapus https dan http
    text=re.sub(r"(?:\@|http?\://|https?\://|www)\S+", "", text)
    # menghilangkan tanda baca
    text = text.translate(str.maketrans(' ',' ',string.punctuation))
    # mengganti karakter html dengan tanda petik
    text=re.sub('<.*?>', ' ', text)
    # mempertimbangkan huruf dan angka
    text = re.sub('[^a-zA-Z]',' ',text)
    # mengganti line baru dengan spasi
    text = re.sub("\n"," ",text)
    # menghapus single char
    text = re.sub(r"\b[a-zA-Z]\b"," ",text)
    # memisahkan dan menggabungkan kata
    text=' '.join(text.split())
    # mengubab ke huruf kecil
    text = text.lower()
    return text
df['cleaning & case folding'] = df['Text'].apply(clean_text)
df.head()

#Proses Tokenizing
from nltk.tokenize import RegexpTokenizer
regexp = RegexpTokenizer(r'\w+|$[0-9]+|\S+')
df['tokenizing'] = df['cleaning & case folding'].apply(regexp.tokenize)
df.head()

#Proses Normalization
normalized_word = pd.read_csv("Normalisasi.csv")

normalized_word_dict={}
for index, row in normalized_word.iterrows():
    if row [0] not in normalized_word_dict:
        normalized_word_dict[row[0]] = row[1]
def normalized_term(document):
    return [normalized_word_dict[term] if term in normalized_word_dict else term for term in document]
df['normalization'] = df['tokenizing'].apply(normalized_term)
df.head()

#Stopword removal
import nltk
nltk.download('stopwords')
from nltk.corpus import stopwords
print(set(stopwords.words('indonesian')))
#Proses Stopword Removal
stopword = stopwords.words('indonesian')
txt_stopword = pd.read_csv("Stopword.txt", names= ["stopwords"], 
                           header = None)
stopword.extend(["main", "wkwk", "si", "ju", "TUUUUHHHH", 
                 "hahaha", "nder", "gj", "aj", "nih",
                 "loh", "ylh", "lol", "justeru", "doang", 
                 "tuh", "looh", "yaaaa", "kah", "ya",
                "yuk", "yak", "wowowowo", "wkwkwkwk"])
stopword.extend(txt_stopword["stopwords"][0].split(' '))
stopword = set(stopword)
def stopwords(text):
    return [word for word in text if word not in stopword]
df['stopword removal'] = df['normalization'].apply(stopwords)
df.head()

#Proses Stemming
! pip install swifter
from Sastrawi.Stemmer.StemmerFactory import StemmerFactory
factory = StemmerFactory()
stemmer = factory.create_stemmer()
def stemmed_wrapper(term):
    return stemmer.stem(term)
term_dict = {}
for doc in df['stopword removal']:
    for term in doc:
        if term not in term_dict:
            term_dict[term] = ' '
print(len(term_dict))
print("=================================")
for term in term_dict:
    term_dict[term] = stemmed_wrapper(term)
    






print(term, ":", term_dict[term])
    print(len(term_dict))
    print("=================================")
def get_stemmed_term(doc):
    return [term_dict[term] for term in doc]
df['stemming'] = df['stopword removal'].apply(get_stemmed_term)
df.head()
df.to_excel('Hasil_Processing.xlsx', index=False, header=True)
Hasil_Processing = pd.read_excel('Hasil_Processing.xlsx')
Hasil_Processing.head()
df = pd.read_excel('Hasil_Processing.xlsx', usecols=['Label', 'stemming'])
df

#Pembobotan TF-IDF
#Menentukan Indeks Kata
from sklearn.feature_extraction.text import CountVectorizer
a = len('document')
document = df['stemming']
vectorizer = CountVectorizer()
vectorizer.fit(document)
print('Vocabulary', vectorizer.vocabulary_)
vector = vectorizer.transform(document)
print('Encoded Document is:')
print(vector.toarray())

#Menghitung Term Frequency
from sklearn.feature_extraction.text import CountVectorizer
from sklearn.feature_extraction.text import TfidfTransformer
tvec = CountVectorizer()
x_cVec = tvec.fit_transform(df['stemming'].values.astype('U'))
print(x_cVec)
h_tfidf = TfidfTransformer()
x_tfidf = h_tfidf.fit_transform(x_cVec)

#Menghitung TF-IDF
a = vectorizer.get_feature_names_out()
tfidf = TfidfTransformer(use_idf=True, norm='l2', smooth_idf=True)
tf = tfidf.fit_transform(vectorizer.fit_transform(document)).toarray()
hasil = pd.DataFrame(data=tf, index=list(range(1, len(tf[:,1])+1 )),columns=[a])
hasil

# Dokumen yang akan dihitung DF
document = ['protes', 'orang', 'tua', 'murid', 'masuk', 'sekolah', 'jam', 'pagi', 'ntt']
# Inisialisasi objek CountVectorizer
vectorizer = CountVectorizer()
# Melakukan transformasi untuk menghitung Term Frequency (TF)
tf_matrix = vectorizer.fit_transform(df['stemming'])






















	









# Menghitung nilai DF
df_values = tf_matrix.astype(bool).sum(axis=0)
# Membuat DataFrame hasil DF
df_result = pd.DataFrame(df_values.A1, index=vectorizer.get_feature_names_out(), columns=['DF'])
# Memfilter hasil DF sesuai dengan dokumen yang diinginkan
df_result = df_result[df_result.index.isin(document)]
# Menampilkan hasil DF
print("\nDF:")
print(df_result)

#Proses Splitting Dataset
from sklearn.model_selection import train_test_split
x_train, x_test, y_train, y_test = train_test_split(df['stemming'], df['Label'],
                                                    test_size=0.20, random_state=42)  
#Hasil Splitting Dataset
print("x_train_shape : ",x_train.shape)
print("x_test_shape : ",x_test.shape)
print("y_train_shape : ",y_train.shape)
print("y_test_shape : ",y_test.shape)
import pandas as pd

# Membuat DataFrame dari data hasil splitting dataset
df_train = pd.DataFrame({'x_train': x_train, 'y_train': y_train})
df_test = pd.DataFrame({'x_test': x_test, 'y_test': y_test})
# Simpan data pelatihan ke dalam file Excel
df_train.to_excel('data_pelatihan.xlsx', index=False)
# Simpan data uji ke dalam file Excel
df_test.to_excel('data_uji.xlsx', index=False)

#Klasifikasi Naïve Bayes
x_train = vectorizer.transform(x_train)
x_test = vectorizer.transform(x_test)
#Proses Klasifikasi Naive Bayes
from sklearn.naive_bayes import MultinomialNB 
model_naive = MultinomialNB().fit(x_train, y_train) 
predicted_naive = model_naive.predict(x_test)

import pandas as pd
from sklearn.feature_extraction.text import CountVectorizer
# Baca data pelatihan dari file Excel
df_train = pd.read_excel('data_pelatihan.xlsx')
# Filter data yang memiliki label 1
df_label_1 = df_train[df_train['y_train'] == 1]
# Ambil kolom teks (x_train) pada data dengan label 1
texts = df_label_1['x_train'].tolist()
# Inisialisasi CountVectorizer
vectorizer = CountVectorizer()



# Hitung kemunculan term pada seluruh dokumen
term_counts = vectorizer.fit_transform(texts)
# Ambil daftar term
terms = vectorizer.get_feature_names_out()
# Hitung kemunculan term yang diinginkan
term_to_count = {}
target_terms = ['siswa', 'ntt', 'masuk', 'sekolah', 'jam', 'pagi', 'orang', 'dpr', 'heran', 'anakanak', 'jadi', 'kelinci', 'coba']
for term in target_terms:
    term_index = vectorizer.vocabulary_.get(term)
    if term_index is not None:
        term_count = term_counts[:, term_index].sum()
        term_to_count[term] = term_count
# Print hasil perhitungan
for term, count in term_to_count.items():
    print(f"Kemunculan term '{term}': {count}")

import pandas as pd
# Membaca file data_pelatihan.xlsx
df_train = pd.read_excel('data_pelatihan.xlsx')
# Menghitung jumlah term berlabel positif
term_positif = df_train[df_train['y_train'] == 1]['x_train'].str.split().explode().value_counts()
# Menghitung jumlah term berlabel negatif
term_negatif = df_train[df_train['y_train'] == -1]['x_train'].str.split().explode().value_counts()
# Menghitung total jumlah seluruh term positif
total_term_positif = term_positif.sum()
# Menghitung total jumlah seluruh term negatif
total_term_negatif = term_negatif.sum()
print("Total jumlah seluruh term positif:", total_term_positif)
print("Total jumlah seluruh term negatif:", total_term_negatif)

#Evaluasi Model
#Proses Evaluasi Model
from sklearn.metrics import accuracy_score, precision_score, recall_score, f1_score
from sklearn.metrics import classification_report
from sklearn.metrics import confusion_matrix
clf = MultinomialNB()
clf.fit(x_train, y_train)
predicted = clf.predict(x_test)
print(f'confusion matrix:\n {confusion_matrix(y_test, predicted)}')
print('===================================================\n')
print(classification_report(y_test, predicted, zero_division=0))
#Visualisasi Confusion Matrix
import matplotlib.pyplot as plt
import seaborn as sns




# Definisikan confusion matrix dan label
confusion_mat = [[151, 1],
                 [3, 1]]
labels = ['-1', '1']
# Buat heatmap confusion matrix
sns.heatmap(confusion_mat, annot=True, fmt='d', cmap='Blues', xticklabels=labels, yticklabels=labels)
# Atur label sumbu x dan y
plt.xlabel('Predicted Label')
plt.ylabel('Actual Label')
# Atur judul plot
plt.title('Confusion Matrix')
# Simpan plot ke dalam file
plt.savefig('E:\KULIAH\SKRIPSI\confusion_matrix.png')

import pandas as pd
# Membuat dataframe dari label prediksi, label aktual, dan tweet
df_result = pd.DataFrame({'Actual Label': y_test, 'Predicted Label': predicted, 'Tweet': x_test})
# Mencetak dataframe ke layar
print(df_result)
# Menyimpan dataframe ke file Excel
df_result.to_excel('hasil_prediksi.xlsx', index=False)

#Visualisasi
#Pie Chart
#Menghitung Perbandingan Sentimen
hitung = df.Label.value_counts()
hitung
#Visualisasi Pie Chart
import matplotlib.pyplot as plt
%matplotlib inline
sentiments = ['Sentimen Negatif', 'Sentimen Positif'] 
plt.figure(figsize=(10,7))
mycolors = ["navy", "lightblue"]
plt.pie(hitung.values, labels = sentiments, colors=mycolors, startangle=90, shadow = False,
        explode = (0, 0.1), radius = 1.5, autopct = '%1.2f%%') 
plt.legend()
plt.savefig("E:\KULIAH\SKRIPSI\Pie Chart")
plt.show()

#Word Cloud
! pip install wordcloud
from wordcloud import WordCloud
#Proses Word Cloud
# Menggabungkan semua kata-kata dari dataset
all_words = ' '.join([text for text in df['stemming']])

# Membuat objek WordCloud
wordcloud = WordCloud(width=800, height=500, background_color='white').generate(all_words)
# Menampilkan word cloud
plt.figure(figsize=(10, 7))
plt.imshow(wordcloud, interpolation='bilinear')
plt.axis('off')
plt.title('Word Cloud - Sentimen Positif dan Negatif')
plt.savefig('E:/KULIAH/SKRIPSI/WordCloud.png')
plt.show()

from collections import Counter
# Menghitung frekuensi kata-kata
word_freq = Counter(all_words.split())
# Menampilkan 10 kata dengan frekuensi tertinggi
top_words = word_freq.most_common(10)
for word, freq in top_words:
    print(f"Kata: {word}, Frekuensi: {freq}")
# Menampilkan jumlah kata unik
unique_words = len(word_freq)
print(f"Jumlah kata unik: {unique_words}")
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1 #Langkah 1 Scraping
install snscrape

install pandas

install textblob

install openpyxl

install gitehttps://github.com/JustAnotherarchivist/snscrape.git
import snscrape.modules. tuitter as sntuitter

import pandas as pd

from textblob import Textlob

import re
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#Langkah 2 Scraping
def clean_tueet (tueet,
return * *.Join(re. sub(" (@[A-Za-20-2]4)| ([%0-9A-Za-z \t]) | (Wt:\/\ASH)", * *, tueet). split())

def analize_sentiment(tweet):
analysis - TextBlob(clean_tueet(tueet))
if analysis.sentiment.polarity > o:
return 1
else:
return -1

def analize_subjectorobject(tueet):
analysis - TextBlob{clean_tueet(tueet))
if analysis.sentiment.polarity > o:
return "Positif’
5 else:
17 return “Negatif'
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#Langkah 3 Scraping

# Tanggal mulai dan berakhir untuk rentang waktu pencarian tweet
since_date = '2023-02-27'

until_date = '2023-03-23"

# keywoard tweet
query = ‘sekolah jam 5 di NTT since:{} until:{}'.format(since_date, until_date)

# menentukan jumlah data tweet berbahasa indonesia
tweets_list = []
for i, tweet in enumerate(sntwitter.TwitterSearchscraper(query + ' lang:id').get_items()):
if i > see:
break
tweets_list.append([tweet.date, tweet.id, tweet.rawContent, tweet.user.username,
analize_sentiment (tweet.rawContent)])

#Dibuat dalam bentuk dataframe

tweet = pd.DataFrame(tweets_list, columns=['Datetime’, 'Tweet Id', 'Text', 'Username’, ‘Label'])




image8.png
1 #Langkah 4 Scraping
tueet = pd.DataFrame(tuest)
3 tueet.to_excel ('HasilData Scraping.xlsx’, index = False, header=True)
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1 Datetime Tweet Id Text Username Label
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1 #proses Cleaning & Case Folding
2 import string

3

4 def clean_text(text):

5 # menghapus username twitter
6 text=re.sub('@["\s]+', ' ', text)
7 # menghapus https dan http

8 text=re.sub(r"(2:\@| http?\:
9 # menghilangkan tanda baca

/Inttps2\:

7| wa)\S+”, ", text)

10 text - text.translate(str.maketrans(' '," °,string.punctuation))
1 # mengganti karakter html dengan tanda petik
12 text=re.sub('<.*2>", * °, text)

13 # mempertinbangkan huruf dan angka

14 text = re.sub(*[a-zA-Z]"," ',text)

15 # mengganti Line baru dengan spasi

16 text = re.sub("\n"," ", text)

17 # menghapus single char

18 text = re.sub(r"\b[a-zA-Z]\b"," ", text)

19 # memisahkan dan menggabungkan kata

20 text=" ".join(text.split())

2 # mengubab ke huruf kecil

2 text - text.lower()

23 return text
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#Proses Tokenizing

From nltk.tokenize import RegexpTokenizer
regexp - RegexpTokenizer(r"\u+|$[8-0]+[\5+")
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#Proses Normalization
normalized_word = pd.read_csv("Normalisasi.csv")

normalized_word_dict={}
for index, row in normalized_word.iterrows():
if row [@] not in normalized_word_dict:
normalized_word_dict[row[8]] = row[1]

def normalized_term(document):

return [normalized_word_dict[term] if term in normalized_word_dict
else term for term in document]l
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1 import nltk
2 nltk.dounload("stopwords’)
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from nltk.corpus import stopwords
print(set(stopwords.words('indonesian')))

{'merekalah', 'rasanya', 'seperti', 'sebutnya', 'seluruh', 'kepadanya', 'memul
ai', 'perlu', 'tidaklah', 'terlalu', 'lah', 'setelah', 'sesuatu', 'awalnya',

'nah', 'siapakah', ‘'apalagi', 'demi', 'kemungkinannya', 'rata', 'katakan', 'se
demikian', 'sedangkan', 'paling', 'soalnya', 'yang', 'siapa', 'nyaris', 'diper
lukannya', 'kemudian', 'bagai', 'disebutkan', 'kalau', 'meski', 'berujar', 'ap
atah', 'sekali', 'pertanyakan', 'sedikit', 'sesuatunya', 'cuma', 'luar', 'mene
gaskan', 'semula', 'dapat', 'tak', 'hendak', 'berakhirnya', 'diketahui', 'meng
ira', 'menyiapkan', 'supaya', 'mereka', 'se', 'setiap', 'dipertanyakan', 'adap
un', 'menunjuk', 'tersampaikan', 'diingatkan', 'ditegaskan', 'kok', 'mulaila

h', 'pertanyaan', 'dengan', 'sambil', 'selain', 'tambahnya', 'bukanlah', 'beri
kutnya', 'dilakukan', 'lainnya', 'kami', ‘'dipergunakan', 'demikianlah', 'ingin
kah', 'misal', 'menandaskan', 'datang', 'semata', 'sesekali', 'kitalah', 'keli
hatan', 'mampu', 'dimulainya', 'diperkirakan', 'keadaan', 'misalnya’, 'umumny
a'. 'berbagai', 'melainkan', 'karenanva', ‘'kenapa', 'dilalui’', 'walau', 'menun
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#Proses Stopword Removal

stopword = stopwords.words('indonesian')

txt_stopword = pd.read_csv("Stopword.txt", names= ["stopwords"],
header = None)

stopword.extend(["main", "wkwk", "si", "ju", "TUUUUHHHH",
"hahaha", "nder", "gj", "aj",
"loh", "ylh", "lol", "justeru",
"tuh", "looh", "yaaaa", "kah", "ya",
"yuk", "yak", "wowowowo", "wkwkwkwk"])

stopword.extend (txt_stopword["stopwords"][@].split(" "))

stopword = set(stopword)

def stopwords(text):
return [word for word in text if word not in stopword]
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#proses Stemming

2 from Sastrani.Stemer. Stemnerfactory inport Stemmeractory
= factory = stemmerractory()
= stemer - factory.creste_stemer()

def stenmed_urapper (term):
& return stemmer.stem(term)

tern_dict - {3

for doc in Gf["stopuord removal']
for term in doc:

1f term not in term_dict:

tern_sict[tern]

print(len(tern_dict))
print(

for tern in tern_dict
tern_ict[tern]

stenned_urapper (term)

5 print(tern, ":", tern_dict[ter])
2 print(len(tern dict))
25| print

def get_stemned_tern(doc):
return [term_dict[tern] for term in doc]
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1 #enentukan Indeks Kata
from sklearn. feature_extraction.text import CountVectorizer

a = len("document”)
document = df[’stemming']

2

vectorizer = CountVectorizer()
vectorizer. fit(document)

print(*Vocabulary’, vectorizer.vocabulary_)
vector = vectorizer. transforn(document)

print(*Encoded Document is:')
print(vector. toarray())
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Vocabulary { 'mindset’: 1236, 'vbl': 2201, 'vs': 2216, 'ylhperseteruan': 2264, 'sekolah': 1805, 'masu
k': 1183, 'jam': 813, 'pagi': 1477, 'gub’': 645, 'ntt': 1402, 'fm': 577, 'progrowth': 1647, 'mindsetg
1237, 'klaim': 968, 'medsos’: 1205, 'milik': 1233, ‘gm': 631, 'mudah’: 1279, ‘'kalah': 877, ‘hera
697, 'siswa': 1892, 'anggota': 93, 'dpr': 488, 'anakanak': 85, 'jadi': 798, 'kelinci': 914, 'cob
381, 'orang': 1463, 'temu': 2059, 'kali': 880, 'indonesia’: 750, 'mantan’: 1166, 'preman’: 1625,
‘nttbernama’: 1404, 'dari’: 421, 'paksa’: 1495, 'kompetisi': 993, 'bangun': 187, ‘ayam': 156, ‘harva
rd': 686, 'university': 2179, ‘amp’: 78, 'ptn’: 1661, 'top': 2119, 'start’: 1951, 'berangkat': 252,
‘muslim’: 1289, ‘sholat’: 1866, 'subuh': 1969, 'nggak': 1366, 'jabat': 796, 'aktivitas': 47, 'mendin
g': 1214, 'bikin': 282, 'full': 585, 'day’: 429, 'pasok': 1517, ‘makan’: 1140, 'siang’: 1870, 'brea
k': 311, 'sehat’: 1802, 'pulang’: 1668, 'manusiawi': 1169, 'banget': 183, 'ngebuat': 1353, ‘atur': 1
51, 'lu’: 1116, 'anak': 84, 'idupnya': 732, 'cuman': 397, ‘ken': 935, 'pilih’: 1579, 'beda’: 221, 's
epupu’: 1844, ‘opsi': 1459, 'kos': 1005, 'deket': 435, 'bijak': 281, 'sodara’: 1929, 'ready’: 1700,
‘wib': 2239, 'sih': 1876, 'oke': 1441, 'wit': 2242, 'langsung’: 1063, 'molor': 1261, 'prettynewskomp
astv': 1629, 'episode’: 541, 'ngebahas': 1350, 'mario’: 1172, ‘dandy’: 414, ‘abby': 1, ‘choi': 372,
“tonton': 2118, ‘livenya': 1105, 'sore': 1939, 'pkl': 1586, 'tiktok': 2093, 'kompastv': 991, 'stream
ing': 1958, 'denny’: 440, 'siregar’: 1886, 'viral': 2212, 'cokrotv': 384, 'gakpakebaper': 597, 'seko
lahjam': 1808, 'gubernur’: 648, 'video': 2208, 'youtube': 2265, ‘super’: 1987, 'jelas': 831, 'new':
1320, 'protes’: 1651, 'tua': 2136, 'berak': 250, 'pas’: 1513, 'peak': 1523, 'enjoy': 540, 'nonton':
1395, 'teman': 2048, 'ythdirektur': 2267, ‘fasilitas': 557, 'kader': 865, 'baik': 168, 'live': 1104,
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#ttenghitung Term Frequency
from sklearn. feature_extraction.text import CountVectorizer
from sklearn. feature_extraction.text import TfidfTransformer
tvec = CountVectorizer()

x_cVec = tvec.fit_transform(df[ stemming’].values.astype('U'))
print(x_cvec)

h_tfidf = TFidfTransformer()

x_tFidf - h_tfidf.fit_transform(x_cVec)
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#Mlenghitung TF-IDF

a = vectorizer.get_feature_names_out()
tFidf - TFidfTransformer(use_idf-True, nor
+f = tFidf.fit_transform(vectorizer.fit_transform(document)).toarray()

hasil - pd.DataFrane(data-tf, index-1ist(range(1, len(tfl:,11)+1 )).colums-[a])
hasil
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#Hosil TF-IDF
vectorizer.get_feature_names_out()

tFidf

+f

TFidfTransformer (use. 1d
F1df fit_transforn(vectorizer.fit_transforn(document) ). toarray()
hasil - pd.DataFrane(data-tf, index-1ist(range(1, len(tfl:,11)+1 )).colums-[a])

12', smooth_idf:

True)

hasil
abai_abby abdur_abis abistu absurd sbuse acara acc ada .. ylhperseteruan youtube yth ythdirektur yuk yuks yunani yusuf zombie zona
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#Proses Splitting Dataset

from sklearn.model_selection import train_test_split

x_train, x_test, y_train, y_test - train_test_split(df['stemming'], df[’Llabel'],
test_size-0.26, random_state-42)
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1 #Hasil Splitting Dataset
print("x_train_shape
print("x_test_shape

L x_train. shape)
_test.shape)

4 print("y_train_shape : *,y_train. shape)
5 print("y_test_shape © ",y test.shape)
x_train_shape : (621,)
x_test_shape (156, )
yotrain_shape : (621,)

y_test_shape : (156,)
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#Proses Klasifikasi Naive Bayes
from sklearn.naive_bayes import MultinomialNB

model_naive = MultinomiallB().fit(x_train, y_train)
predicted_naive - model_naive.predict(x_test)
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#Proses Evaluasi Model
from sklearn.metrics import accuracy_score, precision score, recall score, F1_score
from sklearn.metrics import classification_ report

from sklearn.metrics import confusion_matrix

CIf = MultinomialNB()
CLf.fit(x_train, y_train)
predicted = clf.predict(x_test)

print(f' confusion matrix:\n {confusion_matrix(y_test, predicted)}')
print(’ )
print(classification_report(y_test, predicted, zero_division-2))
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confusion matrix:

(s 1]
3 1]

precision  recall fl-score support

-1 0.55 0.99 0.9 152

1 o.50 0.25 0.33 a

accuracy .97 156

macro avg 0.74 0.62 e.66 156

weighted avg 0.97 0.97 .97 156
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#Visualisasi Confusion Matrix
import matplotlib.pyplot as plt
import seaborn as sns

# Definisikan confusion matrix dan Label
confusion_mat = [[151, 1],

[3, 111
labels = [*-17, "1']

# Buat heatmap confusion matrix

sns.heatmap(confusion_mat, annot=True, fmt='d’, cmap='Blues’, xticklabels=labels, yticklabels=labels)

# Atur Label sumbu x dan y
plt.xlabel(’Predicted Label®)
plt.ylabel(’Actual Label’)

# Atur judul plot
plt.title( Confusion Matrix')

# Simpan plot ke dalam file
plt.savefig(’

\KULIAH\SKRIPSI\confusion matrix.png')
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1 #tenghitung Perbandingan Sentimen
2 hitung - df.Label.value_counts()
5 hitung

1S
1 .
Neme: Label, dtype: int64
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1 #visualisasi Pie Chart
import matplotlib.pyplot as plt

Simatplotlib inline
5 sentiments = ['Sentimen Negatif', 'Sentimen Positif']
plt.figure(figsize=(10,7))
1

mycolors = ["navy”, "lightblu
plt.pie(hitung.values, labels = sentiments, colors-mycolors, startangle=00, shadow = False,
(0, 0.1), radius = 1.5, autopct = '¥1.2f%%")

explode
plt.legend()
plt.savefig("E: \KULTAH\SKRIPS \Pie Chart")
plt.shou()
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1 ! pip install wordcloud
2 from wordcloud import WordCloud
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#Proses Word Cloud

# Nenggabungkan semua kata-kata dari dataset
allwords = * '.join([text for text in df['stemring’]])

# Membuat objek WordCloud

word;

icloud = HordCloud(width=500, heigh

-500, background_color="white").generate(all_words)

# MenampiLkan word cloud

plt.
plt.
plt.
plt.
plt.
plt.

Figure(figsize=(10, 7))
imshou(uordcloud, interpolation='bilinear’)
axis('off")

title('lord Cloud - Sentimen Positif dan Negatif')
shou()

savefig(’E:\KULTAH\SKRIPST\KordCloud Negatif')
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