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	Defects in coffee beans can significantly impact the quality of coffee production, which can lead to a decrease in the price of coffee beans in the global coffee market. Currently, coffee bean sorting is still conventionally done to separate defective and non-defective coffee beans, which is a time-consuming process and subject to subjective selection, potentially leading to a decline in the quality of the resulting coffee beans. The objective of this research is to design and measure the performance of deep learning algorithms, CNN MobilNetV2 and DenseNet201, using transfer learning methods where hyperparameter tuning grid search is employed to select the optimal combination of hyperparameters for the defective coffee bean classification model. The study began by collecting a dataset of images of abnormal and defective coffee beans, building a classification model using transfer learning methods that utilized pre-trained models and selecting the best hyperparameters, training the model, and finally testing the created classification model. The research results indicate that the pre-trained MobileNetV2 model with hyperparameter tuning achieved an accuracy of 90%, and the pre-trained DenseNet201 model achieved an accuracy of 93%. The research results indicate that this approach enables the model to achieve excellent performance in recognizing and classifying defective coffee beans with high accuracy.




PENDAHULUAN 
Kopi merupakan salah satu produk pertanian dan perkebunan yang menjadi salah satu andalan Indonesia. Data Badan Pusat Statistik RI mencatat produksi kopi di Indonesia mencapai 794.800 ton pada 2022.  Umumnya, buah kopi dijual dalam bentuk green bean, yang merupakan biji kopi kering yang telah dipisahkan dari daging buah dan kulit arinya [1]. Harga jual biji kopi pasar dunia tergantung kualitas dari biji kopi [2]. Untuk menghasilkan minuman kopi berkualitas tinggi, diperlukan beberapa faktor seperti praktik budidaya sebelum panen yang tepat, faktor-faktor fisiologis dan lingkungan yang mendukung, karakteristik tanaman yang sesuai, dan pengelolaan yang baik dari proses panen dan pasca-panen, termasuk pemilihan biji kopi dan persiapan pembuatan kopi yang siap dipasarkan [3]. Pada pasca-panen proses pemutuan biji kopi biasa dilakukan dengan tujuan untuk memisahkan biji kopi yang sesuai dengan standar mutu yang disyaratkan yaitu berdasarkan ukuran dan ciri-ciri fisik dari biji kopi. Biji kopi yang memiliki kualitas yang baik memiliki warna kehijau-hijauan yang seragam dan minim cacat fisik yaitu terdapat celah lubang ataupun busuk. 

Saat ini proses pemilihan biji kopi yang dilakukan oleh industri kecil menengah (IKM) yang ada di wilayah Tana Toraja dan Toraja Utara, masih dilakukan secara manual yaitu masih menggunakan tangan pekerja untuk memisahkan biji kopi yang memiliki cacat. Selain membutuhkan waktu yang lama untuk melakukan pemisahan biji kopi yang mengalami cacat, proses seperti ini mengalami banyak kendala karena adanya sifat subjektif dalam memilih biji kopi yang cacat. Karena itu, proses sortasi biji kopi sangat penting dilakukan untuk memisahkan biji kopi yang cacat dari biji kopi yang berkualitas baik sehingga produsen kopi dapat menghasilkan kopi dengan profil rasa yang lebih konsisten dan memenuhi standar kualitas yang ditetapkan.  Hal ini akan meningkatkan kualitas kopi yang dihasilkan dan menjaga reputasi produk kopi dari wilayah Toraja di pasar dunia. Dengan melakukan sortasi biji kopi secara efektif, produsen kopi dapat memastikan bahwa hanya biji kopi berkualitas baik yang diproses menjadi kopi yang siap diminum, sehingga meningkatkan peluang mereka untuk mendapatkan harga jual yang lebih tinggi di pasaran. Oleh karena itu diperlukan sebuah metode untuk memisahkan biji kopi yang mengandung cacat, sehingga dapat diklasifikasikan dengan tepat [4].  
Penerapan kecerdasan buatan pada mesin bukan lagi hal yang tidak mungkin di era revolusi industri 4.0 saat ini. Salah satu bidang kecerdasan buatan yang sedang berkembang adalah deep learning. Dalam bidang penelitian pengklasifikasian cacat biji kopi, terdapat beberapa algoritma machine learning dan deep learning yang telah diuji [5]-[8]. Dalam hal ini, penentuan cacat pada biji kopi dapat dilihat melalui ciri warna dan bentuk pada kopi. Data biji kopi diproses dengan teknik computer vision melalui proses ekstraksi fitur untuk mendapatkan ciri-ciri biji kopi yang mengandung cacat dan yang tidak, kemudian algoritma belajar dari fitur tersebut untuk dilakukan proses pembelajaran selanjutnya. Algoritma machine learning melakukan pengelompokan terhadap data fitur yang telah dipelajari sebelumnya berdasarkan kategori biji kopi [6].  Pemilihan fitur merupakan tugas yang sangat penting dalam machine learning karena akan mempengaruhi kinerja dari model klasifikasi,  akan tetapi pemilihan fitur juga dapat menjadi tugas yang rumit dan memerlukan pemikiran yang matang. 
Algoritma deep learning memiliki kemampuan yang unik, yaitu dapat mengekstraksi fitur dari objek secara otomatis, akan tetapi algoritma ini membutuhkan dataset yang besar dan proses pelatihan yang lama. Oleh karena itu, transfer learning sering digunakan untuk mengatasi permasalahan tersebut.  Transfer learning merupakan teknik untuk memanfaatkan model yang telah dilatih sebelumnya dengan dataset yang besar (pre-trained) untuk melakukan penyesuaian dengan permasalahan yang serupa [9][10][11]. Selain itu, hyperparameter tuning diperlukan untuk menghasilkan model klasifikasi yang akurat [12][13]. Penelitian ini bertujuan membangun model klasifikasi cacat biji kopi dengan metode transfer learning dan pemilihan kombinasi hyperparameter menggunakan metode gridsearch.

METODE
Penelitian ini dilakukan dalam beberapa tahapan mulai dari pengumpulan data yang digunakan hingga pengujian dan evaluasi model. Seluruh tahapan dapat dilihat pada Gambar 1.



Gambar 1. Tahapan Penelitian 
· Pengumpulan Data
Tahap awal dari penelitian ini adalah mengumpulkan data yang akan digunakan sebagai dataset penelitian.  Pengumpulan data dilakukan di PT. Toarco Jaya, yang terletak di Bokin, kecamatan Rantebua, Kabupaten Toraja Utara, Sulawesi Selatan. Pengambilan citra biji kopi dilakukan menggunakan kamera smartphone dengan spesifikasi autofocus 8MP yang terhubung ke laptop dengan dua lampu yang berfungsi untuk menyoroti detail kecil pada objek dan meningkatkan kejelasan citra seperti pada Gambar 2. 
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Gambar 2. Prosedur Pengambilan Data Citra

Citra biji kopi yang dikumpulkan terdiri atas 11 kategori. Kategori tersebut adalah biji normal, biji bercangkang, biji bertanduk, biji bertutul, biji cokelat, biji gelondongan, biji hitam, biji kulit, biji muda, biji pecah, biji triangle. Selanjutnya dilakukan pemotongan seperti yang ditunjukkan pada Gambar 3 yang kemudian dipisahkan menjadi gambar-gambar berdasarkan kelas dari masing-masing citra.
[bookmark: _heading=h.gjdgxs]


Gambar 3. Dataset Citra Biji Kopi
· Pre-processing
Pada tahap pre-processing, beberapa teknik pengolahan citra sederhana diterapkan untuk menyiapkan citra agar menjadi input yang konsisten untuk model CNN yang dikembangkan. Teknik yang dilakukan adalah mengubah ukuran gambar menjadi 224x224 piksel, menormalkan gambar dengan mengubah skala pada interval 0 – 1 dengan cara membagi setiap nilai piksel yang ada pada lapisan citra dengan nilai 255. Hal ini bertujuan untuk mempercepat proses komputasi pelatihan model yang akan dibuat.  Kemudian dilakukan Teknik labeling pada setiap kategori menggunakan teknik one hot encoding untuk mengubah variabel kategorikal dari setiap kelas biji kopi menjadi numerik biner.
· [bookmark: _heading=h.30j0zll]Pembangunan Model (Transfer Learning)
[bookmark: _heading=h.1fob9te]Pembangunan model dibangun menggunakan metode transfer learning dengan pendekatan pretrained model sebagai ektraksi fitur. Pretrained model yang digunakan pada penelitian ini adalah MobileNetV2 [14] dan DenseNet201 [15] yang telah dilatih dengan dataset ImageNet dimana model MobileNetV2. Dalam hal ini berfokus pada portability dengan memanfaatkan teknik Depthwise Separable Convolution (DSC) untuk meningkatkan efisiensi dan kinerja jaringan  [16]. Depthwise convolution adalah jenis konvolusi yang hanya menggunakan satu filter untuk setiap saluran pada input. Model DenseNet201 memiliki keunggulan yaitu bobot-bobot dari setiap lapisan tidak hanya terhubung ke lapisan yang bersebelahan saja, tetapi juga terhubung ke lapisan-lapisan sebelumnya yang berpengaruh pada jumlah parameter yang digunakan dalam jaringan menjadi lebih efisien, sementara performa jaringan tetap tinggi [15][17].


Gambar 4. Rancangan Model 
Gambar 4 merupakan rancangan arsitektur yang dibangun dimana input dari model berukuran 224 x 224 dengan 3 channel. Pada lapisan ekstraksi menggunakan arsitektur pretrained model yang dilakukan penyesuaian dilakukan pada lapisan fully connected dengan menambahkan 4 dense layer dan dropout. Pada dense layer pertama menggunakan 256 neuron dan dense layer 4 menggunakan 32 neuron. Sedangkan untuk nilai hyperparameter pada dense layer 2, dense layer 3 serta dropout setelah dense layer akan dicari menggunakan proses hyperparameter tuning. Sedangkan pada lapisan output terdapat 11 neuron dengan fungsi aktivasi softmax.
· Hyperparameter Tuning
Sebelum dilakukan tuning hyperparameter dengan gridsearch untuk memilih hyperparameter yang paling cocok untuk model yang diusulkan, perlu dilakukan konfigurasi hyperparameter yang akan digunakan. Pemilihan hyperparameter meliputi optimizer, nilai dense layer dan dropout pada fully connected layer. Adapun konfigurasi hyperparameter yang digunakan disajikan pada Tabel 1.

Tabel  1. Hyperpameter Pembanding 
	Hyperparameter
	Value

	Optimizer
	Adam, Adamax, SGD, RMSprop 

	Dropout fully connected layer
	0.01, 0.1

	Dense layer 2 
	128, 256

	Dense layer 3
	64, 128


· Pelatihan Model
Selanjutnya model dilatih kembali menggunakan kombinasi hyperparameter terbaik dari proses hyperparameter tuning.  Pelatihan model dilakukan menggunakan 30 epoch dan 32 batch size.  Proses pelatihan model menggunakan TensorFlow dan keras yang dilengkapi dengan 2 fungsi callback, yaitu LearningRateScheduler dan TensorBoard. LearningRateScheduler digunakan untuk mengatur jadwal laju pembelajaran pada setiap epoch, sementara TensorBoard digunakan untuk memantau pelatihan model dan menghasilkan log serta grafik visualisasi performa model. Dengan menggunakan kedua fungsi callback tersebut, pelatihan model dapat dipantau dan diatur secara efektif untuk mencapai performa terbaik. 
· Pengujian dan Evaluasi Model
Setelah dilakukan pelatihan model, selanjutnya dilakukan pengujian model yang telah dilatih untuk melihat kinerja dari setiap model.  Confusion matrix adalah sebuah tabel yang digunakan untuk mengevaluasi kinerja model atau sistem klasifikasi pada data yang telah diketahui label kelasnya. Confusion matrix berisi empat buah nilai, yaitu true positive (TP) merupakan jumlah data yang diklasifikasikan dengan benar sebagai positif oleh model, false positive (FP) merupakan jumlah data negatif yang salah diklasifikasikan sebagai positif oleh model klasifikasi, false negative (FN) merupakan jumlah data positif yang salah diklasifikasikan sebagai negatif oleh model klasifikasi, dan true negative (TN) merupakan jumlah data negatif yang diklasifikasikan dengan benar oleh model klasifikasi.       Dalam evaluasi model, metrik dasar yang digunakan adalah akurasi, presisi, recall dan f1-score [18].  Akurasi menunjukkan jumlah prediksi yang benar dibandingkan dengan seluruh prediksi yang dihitung menggunakan dan dihitung dengan Persamaan (1). Presisi adalah ukuran yang menunjukkan seberapa banyak prediksi positif yang dibuat benar, dihitung menggunakan Persamaan (2). Recall adalah ukuran seberapa banyak kasus positif yang diklasifikasikan dengan benar, dibandingkan dengan seluruh kasus positif dalam data dan didefinisikan menggunakan Persamaan (3). Metrik f1-score memperhitungkan kedua rasio presisi dan recall secara seimbang, dihitung menggunakan Persamaan (4),  f1-score berkisar dari 0 hingga 1, dimana 0 menunjukkan nilai terburuk dan 1 menunjukkan nilai terbaik. Jika f1-score sebesar 1, maka model berhasil mengklasifikasikan setiap observasi dengan sempurna ke dalam kelas yang benar.  
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HASIL DAN PEMBAHASAN
Dari percobaan yang dilakukan dari tahapan pengumpulan data citra biji kopi sebanyak 5500 citra biji kopi yang terdiri dari 11 kategori.  Setiap kelas citra dibagi menjadi 3 bagian yaitu data pelatihan, data validasi  dan data pengujian dengan perbandingan 60:20:20, yaitu 3300 sebagai data pelatihan, 1100 data validasi dan 1100 sebagai data testing.  Setelah dilakukan pembangunan model menggunakan pretrained model CNN MobileNetV2 dan DenseNet201. Selanjutnya dilakukan hyperparameter tuning berdasarkan konfigurasi hyperparameter yang telah dilakukan. Tabel 2 merupakan kombinasi terbaik dari proses hyperparameter tuning menggunakan 5 epoch.

Tabel  2. Kombinasi Hyperpameter Terbaik Model
	Model
	Hyperparameter

	
	Dense Layer 2
	Dense Layer 3
	Dropout Fully
Connected Layer
	Optimizer

	MobileNetV2
	128
	128
	0.10000
	RMSprop

	DenseNet201
	256
	128
	0.10000
	Adam


Pelatihan model dilakukan berdasarkan menggunakan kombinasi hyperparameter terbaik hasil hyperparameter tuning. Gambar 5 merupakan grafik akurasi pelatihan model menggunakan data pelatihan dan data validasi.




Gambar 5. Grafik Performa Pelatihan Model 
Dari grafik pada Gambar 5 memperlihatkan akurasi model meningkat seiring bertambahnya jumlah epoch. Tabel 3 merupakan akurasi dan loss dari pelatihan model secara lengkap dimana akurasi model MobileNetV2 menggunakan data pelatihan sebesar 99.98% dan nilai loss sebesar 0.00096 sedangkan akurasi model DenseNet201 sebesar 100% dengan loss 0.00030.
Tabel  3. Hasil Training Model
	Model
	Training
	Validation

	
	Accuracy
	Loss
	Accuracy
	Loss

	MobileNetV2
	99.98
	0.00096
	100.00
	0.00048

	DenseNet201
	100.00
	0.00030
	100.00
	0.00030


Model yang telah dilatih disimpan dalam format .h5 yang selanjutnya akan digunakan untuk menguji model menggunakan dataset yang telah disiapkan.  Hasil pengujian model ditunjukan dengan confusion matrix pada Gambar 6 dan Gambar 7.  
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Gambar 6. Confusion Matrix MobileNetV2
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Gambar 7. Confusion Matrix DenseNet201
[image: ]
Gambar 8. Grafik Kinerja Model
Confusion matrix hasil pengujian model MobilNetV2 memperhilihatkan terdapat 115 citra dari dataset uji yang mengalami kesalahan klasifikasi di beberapa kelas. Kesalahan klasifikasi terbesar pada kelas biji normal, dimana dari 100 citra dataset uji kelas biji normal terdapat 35 citra yang mengalami kesalahan deteksi. Sedangkan pada confusion matrix model DenseNet201 terdapat 77 citra yang mengalami kesalahan klasifikasi di beberapa kelas. Kesalahan klasifikasi terbesar juga terdapat pada kelas biji normal yaitu sebanyak 29 citra. Meskipun demikian model DenseNet201 berhasil mengklasifikasikan seluruh citra pada kelas biji bercangkang dengan benar. Selain itu juga berhasil mengklasifikasilan pada kelas lainnya sudah tidak banyak citra mengalami kesalahan klasifikasi. Berdasarkan tabel confusion matrix pengujian dilakukan evaluasi untuk melihat kinerja dari setiap model. Gambar 8 merupakan perbandingan kinerja setiap model secara lengkap.  Dari evaluasi yang dilakukan terlihat model DenseNet201 memiliki kinerja yang sangat baik dibandingkan dengan model MobileNetV2. Dimana model DenseNet201 ini memiliki akurasi, presisi, recall dan f1-score sebesar 93%. Sedangkan MobileNetV2 memiliki akurasi akurasi, presisi, recall dan f1-score sebesar 90%.  

SIMPULAN DAN SARAN
Dari penelitian ini dapat disimpulkan model klasifikasi cacat biji kopi menggunakan metode transfer learning memanfaatkan pretrained model MobileNetV2 dan DenseNet201 serta hyperparameter tuning gridseach dapat mengklasifikasikan dengan baik. Terdapat cacat pada biji kopi dengan kombinasi hyperparameter yang terbaik dari hasil proses hyperparameter tuning gridsearch. Meskipun demikian masih ada kelas yang belum diklasifikasikan dengan baik. Dari hasil pengujian yang dilakukan terhadap dataset testing didapatkan akurasi model MobileNetV2 sebesar 0.90 atau 90% sedangkan akurasi model DenseNet201 sebesar 0,93 atau 93%. Perlu dilakukan penelitian lebih lanjut terkait klasifikasi cacat biji kopi menggunakan algoritma deep learning serta metode hyperparameter tuning lainnya.
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